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摘  要 

随着机器学习技术的不断发展，深度学习被大量运用在各种不同的领域，并

能够帮助各个领域取得突破性进展。深度学习技术被使用最广泛的领域是计算

机视觉，而在计算机视觉中最常使用的深度判别学习模型则是深度残差网络。深

度残差网络通过在原始权重层上加入并行的跳层连接来缓解普通深层网络训练

时难以克服的梯度消失和网络退化问题。这种残差核心思想的引入使得深层网

络越来越深，能提取的特征越来越高级，网络的性能越来越好。 

在此基础上，本文对深度残差网络进行创新性深度学习技术研究并将其运

用到两个计算机视觉研究领域的热门应用，分别是行人再识别和医学图像合成。

本文主要完成的研究工作如下： 

1. 将考虑深度、宽度和基数的深度残差网络与基于该网络的新的度量学习

方法相结合，提出全尺度深度度量学习方法，并将它运用在行人再识别这一问题

中来，以实现在视野范围不重叠的多摄像机系统拍摄的图像中的行人识别匹配

任务。在 CUHK01、VIPeR 和 QMUL-iLIDS 行人数据集上与其他 9 种不同的度

量学习方法进行对比，实验结果表明，全尺度深度度量学习方法在处理平衡学习

情形时优于其他对比方法，在处理非平衡学习情形时在所有对比方法中排名第

三，总体来说能够取得较高的性能。 

2. 将不同深度的残差网络结合组成非平衡的多通道模型，使其能将不同深

度残差网络学习到的不同层次特征进行融合。同时引入一种新的基于残差网络

的子结构和三种不同的子结构构造块（输入块、基本块和瓶颈块），以提高模型

整体的泛化能力。在此基础上构造非平衡深度判别学习模型，将其运用到医学图

像中的动脉自旋标记图像合成。在具有 355 例患者的老年痴呆症数据集上与其

他 3 种深度学习模型进行对比，实验结果表明非平衡深度判别学习模型合成的

动脉自旋标记图像相比于其他模型更接近金标准，同时联合其合成的动脉自旋

标记图像与真实的结构性磁共振图像，可以显著提高老年痴呆症诊断的平均准

确率，达到62.48%（参考值51.20%，金标准66.14%）。 

3. 提出一种新的基于 U 型网络（包含深度残差网络）和残差注意力机制的

UA 生成对抗网络集成。该集成中不同网络将关注医学图像的不同区域，并使用

基于流的 Glow 模型生成基于 Gaussian混合模型的噪声（特征）来更好地应对医
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学图像中常见的异质性特点，使得合成的动脉自旋标记图像更加优质并能使用

同一模型合成结构性磁共振图像，即进行双向合成。在两个老年痴呆症数据集的

基础上，对提出的 UA 生成对抗网络集成进行了广泛的实验，与 7 种不同的深度

学习模型相比，UA 生成对抗网络集成的优越性得到了证实，同样可以显著提高

老年痴呆症诊断的平均准确率，达到73.71%（基于合成动脉自旋标记图像，基

准72.12%，金标准75.94%）和72.73%（基于合成结构性磁共振图像，基准71.80%，

金标准75.94%），同时首次在 ADNI-1 数据集中成功地从结构性磁共振图像合成

动脉自旋标记图像。 

通过三个不同的基于深度残差网络的创新性深度学习技术研究可以看出，

深度残差网络与不同的深度学习或度量学习技术相结合都蕴含着巨大的优势。 

关键词：深度学习；深度残差网络；行人再识别；医学图像合成
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ABSTRACT 

With the continuous development of machine learning technology, deep learning 

is widely used in various fields and can help make breakthroughs. The most widely 

used area of deep learning is computer vision, and the most commonly used deep 

discriminant learning model in computer vision is deep residual network. Deep residual 

network can alleviate the problems of gradient disappearance and network degradation 

which are difficult to overcome in the training of general deep network by adding 

parallel skip connection on the original weight layer. The introduction of this residual 

core makes the deep network deeper and deeper, the features that can be extracted more 

and more advanced, and the performance of the network better and better. 

On this basis, this paper conducts innovative deep learning technology research 

on deep residual network and applies it to two popular applications in computer vision 

research fields, namely pedestrian re-identification and medical image synthesis. The 

main research work of this paper is as follows: 

1. A full-scale deep metric learning method is proposed by combining a deep 

residual network considering depth, width, cardinality and multi-channel with a new 

metric learning method. It is applied to the problem of pedestrian re-identification to 

realize the matching task of pedestrian recognition in images taken by multi-camera 

systems with non-overlapping field of view. Comparisons were made with other 9 

different metric learning methods on the CUHK01, VIPeR and QMUL-iLIDS 

pedestrian datasets. The experimental results show that the full-scale deep metric 

learning method is superior to other comparison methods in balanced situations and 

ranks third among all comparison methods in non-balanced situations. Overall, high 

performance can be achieved. 

2. An unbalanced multi-channel model is formed by combining residual networks 

of different depths, so that different hierarchical features learned from residual 

networks of different depths can be fused. At the same time, a new sub-structure based 

on residual network and three different sub-structure building blocks (input block, basic 

block and bottleneck block) are introduced to improve the generalization ability of the 
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model as a whole. On this basis, an unbalanced deep discriminant learning model is 

constructed and applied to arterial spin labeling image synthesis in medical images. 

The 3 other deep learning models were compared on an Alzheimer's disease data set of 

355 patients. The experimental results show that the arterial spin labeling images 

synthesized by the unbalanced deep discriminant learning model are closer to the gold 

standard than other models. At the same time, the average accuracy of Alzheimer's 

disease diagnosis can be significantly improved by combining the arterial spin labeling 

image synthesized by the unbalanced deep discriminant learning model and the real 

structural magnetic resonance image, reaching 62.48% (reference value 51.20%, gold 

standard 66.14%). 

3. A new UA-GAN ensemble based on U-net (including deep residual network) 

and residual attention component is proposed. Different networks in this ensemble will 

focus on different regions of medical images, and use flow-based Glow model to 

generate noise (features) based on the Gaussian mixed model to better cope with the 

common heterogeneity features in medical images, making the synthesized arterial spin 

labeling images more excellent and can use the same model to synthesize structural 

magnetic resonance images, that is, bi-directional synthesis. On the basis of two 

Alzheimer's disease data sets, extensive experiments were conducted on the proposed 

UA-GAN ensemble. The superiority of UA-GAN ensemble is confirmed compared 

with 7 different deep learning models. It also significantly improved the average 

accuracy of Alzheimer's disease diagnosis, reaching 73.71% (based on synthetic arterial 

spin labeling images, baseline 72.12%, gold standard 75.94%) and 72.73% (based on 

synthetic structural magnetic resonance images, baseline 71.80%, gold standard 

75.94%). Meanwhile, for the first time, arterial spin labeling images were successfully 

synthesized from structural magnetic resonance images in the ADNI-1 data set. 

Through the research of three different innovative deep learning technologies 

based on deep residual network, it can be seen that the combination of deep residual 

network and different deep learning or metric learning technologies has great 

advantages. 

Key Words: Deep learning; Deep residual network; Pedestrian re-identification; 

Medical image synthesis
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第 1 章  引言 

1.1 深度学习 

深度学习（Deep Learning，DL）是指基于深层神经网络的一系列机器学习

方法，是机器学习中备受关注的一个子领域。作为一种表征学习方法，深度学习

把原始数据通过一系列简单的非线性模型转变成不同层次的抽象的特征表达。

通过足够多的非线性转换，深度学习具有学习复杂特征的能力。值得注意的是，

上述非线性模型不是固定不变的，而是使用一种通用的学习过程根据数据来改

变自身参数，以此获取更合适的特征。近年来，深度学习在图像分割[1,2]、语义识

别[3,4]、时间序列预测[5]等多个具有挑战性的问题上取得了前所未有的好成绩。 

从起源来讲，深度学习由人工神经网络（Artificial Neural Network，ANN）

不断发展而来。构建人工神经网络的基本组成部分是试图模仿人脑行为的人工

神经元。计算神经生物学在构建人工神经元的计算模型方面进行了重要的研究。

基本计算单元（神经元）被称为节点（或单元），它接收来自外部的输入，并使

用一些内部参数（包括在训练过程中学习到的权重和偏置）来产生输出。这个单

元称为感知机（Perceptron）[6]，基本结构如图 1.1 所示。 

 

图 1.1 感知机结构 

其中𝑥1, 𝑥2, … , 𝑥𝑚是输入信号；𝑤𝑘1, 𝑤𝑘2, … , 𝑤𝑘𝑚是突触权重；𝑣𝑘是输入信号的线

性组合；𝜑(∙)是激活函数（例如 Sigmoid），而𝑦𝑘是输出。在线性组合的输出𝑣𝑘中

加入偏置𝑏𝑘，使其具有应用仿射变换的效果，通过激活函数𝜑(∙)产生最终的输出

𝑦𝑘。神经元的功能可以用数学方法表示如下： 
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𝑣𝑘 =∑ 𝑤𝑘𝑗𝑥𝑗
𝑚

𝑗=1
(1.1) 

𝑦𝑘 = 𝜑(𝑣𝑘 + 𝑏𝑘) (1.2) 

人工神经网络一般由多层感知机（Multi-Layer Perceptron，MLP）组成，多层感

知机包含一个或多个隐藏层，隐藏层中包含多个隐藏单元（神经元）。多层感知

机的结构如图 1.2 所示。 

 

图 1.2 多层感知机结构 

多层感知机可以用数学方法（复合函数）表示如下： 

𝑦 = 𝑓(𝑥) = 𝜑(𝑤𝐿⋯𝜑(𝑤2𝜑(𝑤1𝑥 + 𝑏1) + 𝑏2)⋯+ 𝑏𝐿) (1.3) 

深度学习中的深层神经网络一般是指包含不少于两个隐藏层的人工神经网

络。多隐藏层使得深层神经网络相比于浅层神经网络具有更强的表征能力，能够

从数据中学习到潜在的抽象的高层次特征。深度学习的核心思想是找到数据的

另外一种表示方式。具体来说，假设有一个𝐿层的深度神经网络𝑀，第𝑖层的输出

为𝑎𝑖(𝑖 = 1,2, … , 𝐿 − 1)，输入数据是𝑥，输出数据是𝑦。如果输出数据𝑦等于输入

数据𝑥，即输入数据𝑥经过这个深度神经网络转换之后保持不变，这意味着输入数

据𝑥经过深度神经网络𝑀的每一层都没有任何信息损失，即对于任何一层的输出

𝑎𝑖，都是原有信息（即输入数据𝑥）的另一种表示方式。深度学习通过调整深层

神经网络𝑀中的参数，来达到上述中输出数据𝑦等于输入数据𝑥，这样来说，就能

获得输入数据𝑥的不同层次的潜在特征（即𝑎𝑖，𝑖 = 1,2, … , 𝐿 − 1）。对于具体的例

子，输入数据𝑥可以是图像，文本或者是语言等不同的信息媒介。 

深度学习起始于 2006 年 Hinton 等人[7]基于深度置信网络（Deep Belief 

Network，DBN）提出的非监督贪心逐层训练算法，为难以解决的深层结构优化
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问题带来希望。自从 2012 年 Hinton 课题组提出的 AlexNet[8]在当年的 ImageNet

大规模视觉识别挑战大赛[9]上夺得冠军后，深度学习的能力得到了大家的认可。

之后深度学习涌现出大量卓越的模型，例如 VGG[10]、Inception[11]、残差网络

（Residual Network，ResNet）[12]和双通道网络（Dual Path Network，DPN）[13]等

模型，在图像识别、分割等领域取得了越来越好的成绩。深度学习的快速发展使

得深度学习受到广泛关注。近几年，深度学习出现了许多新的方法和模型，都能

够在一定领域内取得较好的效果。例如，2014 年，Srivastava等人[14]提出通过一

定的概率随机丢弃神经元来防止神经网络过拟合（Dropout）；Goodfellow等人[15]

提出通过对抗博弈过程训练生成模型的生成对抗网络（Generative Adversarial 

Network，GAN）；Ba 等人[16]将注意力机制（Attention）引入计算机视觉，模拟

人类看物体的方式，关注图像上感兴趣的区域而不是整张图像。2015 年，Ioffe等

人[17]提出通过减少内部协变量偏移来加速深度网络训练的批标准化方法（Batch 

Normalization，BN）。2016 年，Zoph 等人[18]提出神经架构搜索算法（Neural 

Architecture Search，NAS），通过学习算法自动搜索模型架构。2017 年，Hinton

等人[19]提出了一种新的神经元结构，称为胶囊（Capsule），胶囊相比于传统神经

元具有许多优点。2018 年，Kingma 等人[20]提出基于流的可逆生成模型 Glow。

这些方法和模型被广泛研究和运用。本文在此背景下，对深度残差网络进行创新

性深度学习技术研究并将其运用到行人再识别（Pedestrian Re-identification，re-

ID）和医学图像合成（Medical Image Synthesis）问题上。 

1.2 深度残差网络 

随着深度学习的不断发展，人们期望更深层的网络能够具备更好的学习性

能，从而达到更好的实验效果。对于传统的深度学习网络来说，网络越深学习性

能就越强。不过值得注意的是，随着网络越来越深，上述学习性能并不一定随着

网络深度的增加而增加，当深度到达一定程度之后就会发现学习性能反而降低

了。从理论上来讲，深层神经网络的训练过程会出现许多问题，例如进行梯度反

向传播[21]时，非常容易产生梯度消失或梯度爆炸现象[22,23]，这使得深层神经网络

训练难以收敛；另一个问题是网络退化[12]，即网络学习性能随着网络层数不断

增加而达到饱和后快速下降，并且这种现象并不是由过拟合产生。 

另一方面，深度残差网络（Residual Network，ResNet）是何恺明等人[12]于
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2015 年提出的著名的深度学习概念，其中引入了残差结构的设计，可以克服前

述由于网络深度的增加而产生的训练难以收敛、学习性能下降的问题。残差结构

的思想起源于零均值化，在神经网络中对数据进行零均值化转换使数据具有零

均值，被广泛验证能够提升神经网络的学习速度。Schraudolph等人[24]将零均值

化思想从数据本身拓展到了反向传播的梯度中，不仅输入数据和隐藏层单元的

输出值要零均值化，梯度也需要零均值化，于是将输入输出进行连接，称为跳层

连接技术。Raiko等人[25]对跳层连接进行了更加细致的研究，图像分类和重构的

实验结果表明，跳层连接技术在提高随机梯度下降（Stochastic Gradient Descent，

SGD）算法的学习性能同时也提高了网络的泛化能力。2015 年，Srivastava等人

[26]提出高速网络（Highway Network），受长短期记忆网络（Long Short-Term 

Memory，LSTM）[27]中门控机制的启发，在深层神经网络中使用跳层连接，明

确提出了残差结构。同样在 2015 年，何恺明等人[12]提出的深度残差网络简化了

高速网络中残差结构的数学形式，最终被广泛运用。 

深度残差网络的核心思想是在堆叠的网络权重层的基础上增加并行的跳层

连接，形成一个残差结构，如图 1.3 所示。具体来说，假设需要学习的潜在映射

为𝛨(𝑥)，构造堆叠的网络权重层来对应残差映射𝐹(𝑥) ≔ 𝐻(𝑥) − 𝑥，那么潜在映

射就等价于𝐹(𝑥) + 𝑥。对于堆叠的网络权重层，根据零均值化的思想，学习残差

映射𝐹(𝑥)比直接学习潜在映射𝛨(𝑥)更容易，同时映射𝐹(𝑥) + 𝑥可由加入跳层连

接的网络结构实现。 

 

图 1.3 残差学习结构 

残差结构的数学形式由下式给出： 

𝑦 = 𝐹(𝑥, {𝑊𝑖}) + 𝑥 (1.4) 
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其中𝑥和𝑦分别为残差结构的输入和输出数据，函数𝐹(𝑥, {𝑊𝑖})表示需要学习的残

差映射，𝑊𝑖代表第𝑖层网络的权重（省略偏置的写法）。例如对于图 1.3 中的网

络结构，其中𝐹 = 𝑊2𝜎(𝑊1𝑥)，𝜎代表校正线性单元（Rectified Linear Unit，ReLU）

[28]激活函数。运算𝐹(𝑥) + 𝑥表示跳层连接和按元素相加。在公式(1.4)中，𝑥与𝐹

的输出的维度必须相同，在维度不同的情况下，可以将一个线性映射𝑊𝑠作用在跳

层连接上来保证维度相同，因此公式(1.4)可变为𝑦 = 𝐹(𝑥, {𝑊𝑖}) +𝑊𝑠𝑥。 

 

图 1.4 深度残差网络等价于一系列不同网络层路径构成的网络集成 

Veit 等人[29]分析表明，深度残差网络可以按照数据传递的网络层路径展开，

等价于由一系列不同网络层路径构成的一个网络集成，其中不同网络层路径包

含了不同深度的网络层，如图 1.4 所示。在深度残差网络完成训练并展开进行测

试时，随机去除某些网络层路径或改变某些网络层路径的连接顺序不会降低整

个网络的性能，这表明深度残差网络在结构上具有一定的独立性和冗余性，进行

复杂的学习任务时更具有稳定性。 

1.3 本文主要研究内容 

本文将对深度残差网络进行创新性深度学习技术研究并将其运用到两个热

点视觉应用中，分别是行人再识别和医学图像合成。本文的主要研究内容如下： 

1. 将具有深度、宽度和基数（Cardinality）[30]特征的深度残差网络与度量学

习相结合，提出全尺度深度度量学习方法（Full-scale Deep Metric Learning Method，

FullScale）这一新方法，并将其运用在行人再识别这一计算机视觉研究领域的热

门应用问题中来，以实现在视野范围不重叠的多摄像机系统拍摄的图像中的行

人识别匹配任务，并获得较高的性能。 

2. 结合不同深度的残差网络组成多通道非平衡深度判别学习模型

（Unbalance Deep Discriminant Learning Model，Unbalance），使其能够将不同深

度残差网络学习得到的不同层次特征进行融合，并将其运用在医学图像合成上。
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具体来说，使用目前数据量较多的结构性磁共振（structural Magnetic Resonance 

Imaging，sMRI）图像合成数据量较少的动脉自旋标记（Arterial Spin Labeling，

ASL）图像，构建多模态医学数据集，为辅助医生进行老年痴呆症（Alzheimer's 

Disease，AD）病情诊断提供数据基础。 

3. 结合基于深度残差网络思想的 U 型网络（U-net）[31]和残差注意力模块构

造特殊的 UA 生成对抗网络（UA-GAN），并以此为基础构造高性能的双向医学

图像合成模型——UA-GAN 集成。UA-GAN 集成中不同网络关注医学图像的不

同区域，并使用 Glow 模型来更好地应对医学图像中常见的异质性特点，使得合

成的医学图像更加优质，辅助诊断准确率相对更高。 

由此可见，本课题使用目前卓越的深度学习技术，将深度残差网络运用到不

同学科不同领域中，为监控安全中的行人再识别问题和医疗健康领域中的医学

图像合成问题提供了创新型高性能解决方案，具有极大的显著创新性。 

1.4 本文章节结构 

本文共六章，每章内容安排如下： 

第一章是引言，对创新客体深度残差网络及其所在领域深度学习做了简要

的背景介绍，并阐述了本文主要的研究内容、目的及意义。 

第二章对将创新性深度学习技术研究应用到的两个具体的计算机视觉领域

（即行人再识别和医学图像合成）近年来的发展趋势做了简要介绍，分析了其中

需要解决的问题及常用的解决方法，并据此阐述了本文通过创新性深度学习技

术研究解决问题的方向。 

第三章详细阐述了本文针对行人再识别问题而提出的基于深度残差网络的

全尺度深度度量学习方法（FullScale），以及对此方法进行的实验和分析。 

第四章详细阐述了本文针对医学图像合成中具体的从 sMRI 图像合成 ASL

图像而提出的基于深度残差网络的非平衡深度判别学习模型（Unbalance），以及

对此模型进行的实验和分析。 

第五章详细阐述了本文针对医学图像合成中具体的在 sMRI 和 ASL 图像之

间进行双向合成而提出的基于 U 型网络和残差注意力机制的 UA 生成对抗网络

（UA-GAN）集成，以及对此模型进行的实验和分析。 

第六章对本文基于深度残差网络进行创新性深度学习技术研究进行总结，
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并对未来研究工作进行展望。
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第 2 章  计算机视觉应用 

2.1 行人再识别 

随着监控设备的发展和社会治安需求的不断增加，在公园、机场、街道和大

学校园等公共场所安装了大量的摄像机系统。这些系统每天产生大量的视频图

像数据，可用于人物识别或多摄像机跟踪，因此智能监控图像分析技术的发展迫

在眉睫。在计算机视觉领域，智能监控包括多摄像机行人跟踪、人群行为分析、

交通统计和活动检测等。行人再识别（Pedestrian Re-identification，re-ID）是多

摄像机行人跟踪中最重要的模块，其目的在于判断在不同的时间通过视野范围

不重叠的多摄像机系统拍摄的行人图像是否是同一个人。尽管这项任务已经被

世界范围内的研究人员广泛研究，但它仍然是一个挑战性的问题。 

在大多数当代研究中，上述具有挑战性的行人再识别问题的一般处理过程

可以总结如下。首先，在摄像机视图中确定行人目标时，选择一个消除主背景并

突出显示行人目标的图像块。在此基础上，提取代表行人目标视觉属性的特征。

然后，对从其他摄像机视图中筛选出的候选图像块提取相同类型的特征进行评

估，确定相似度最高的特征作为行人再识别结果[32]。基于上述描述，可以清楚地

看出，适当的特征提取和适当的相似性度量在解决行人再识别问题中起着关键

的作用。因此，对这两个问题的相关研究值得深入探讨，具体如下。 

首先，对于行人再识别问题中的特征提取，经历了从传统的人工提取特征到

近年来流行的由数据驱动的自动特征提取的发展过程，这与机器学习从浅层学

习发展到深度学习的趋势相符合。下面介绍最近在行人再识别问题中使用人工

特征的一些研究。在论文[33]中，使用颜色和纹理直方图作为主观性鉴别特征，

这些特征具有鉴别不同行人目标的能力。在论文[34]中，将 HSI 和 Lab 颜色空间

的量化平均值以及表示纹理信息的局部二值模式（Local Binary Pattern，LBP）融

合在一起，构造低层特征。在论文[35]中，使用 Gabor 滤波器融合 Hash 特征图

上的多个统计信息（包括直方图、均值和共生矩阵），以提高行人再识别性能。

在论文[36]中，采用流行的 KLT（即 Kanade-Lucas-Tomasi）光流、颜色和纹理直

方图构成人工特征以解决机场场景中的行人再识别问题，证明了上述人工特征

组合的有效性。在论文[37]中，提出了在行人再识别问题中需要联合时间和空间
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信息来构造人工特征的重要思想。在论文[38]中，引入了著名的尺度不变特征变

换（Scale-Invariant Feature Transform，SIFT）特征，通过加入颜色共生矩阵的 SIFT

特征进一步提高了行人再识别的性能。在论文[39]中，根据颜色和纹理直方图构

造变换嵌入空间，运用局部 Fisher判别分析并结合经典的无监督流形学习思想，

以达到扩大不同行人目标之间差异的目的。在论文[40]中，使用深度图像并将深

度协方差描述符作为人工制作的低层特征。在论文[41]中，利用机器学习中流行

的低秩稀疏表示思想来构造人工低层特征。 

从上述使用人工特征来解决行人再识别问题的研究中可以看到，人工特征

严重依赖于低层特征，如颜色、纹理、光流和空间相关性等。与此同时，构建具

有良好行人再识别性能的人工特征对研究人员提出了很高的要求。然而，上述低

层特征的提取并不能真正使行人再识别处理完全自动化，因为特征是人工制作

的。因此，近年来的许多研究更多地关注由数据驱动的自动特征提取，主要使用

深度学习技术来提供自动特征提取的能力。利用深度学习特征来解决行人再识

别问题的研究如下。在论文 [42]中，使用深度学习中著名的卷积神经网络

（Convolutional Neural Network，CNN）来生成不同层次的潜在特征。在论文[43]

中，利用共享权重的卷积实现了更为复杂的模型来构造潜在特征。在论文[44]中，

对经典的 CNN 模型进行进一步的扩展，并使用称为“子 CNN”的模型来更加细

致地描述潜在特征。此外，在最近的其他研究中，有多种不同的深度学习模型来

构造不同的潜在特征，包括深度排序框架[45]、受限 Boltzmann 机（Restricted 

Boltzmann Machine，RBM）[46]等。根据以上研究可以总结出，在解决行人再识

别问题方面，近年来利用多种深度学习技术来构建由数据驱动的潜在特征受到

越来越多的关注。这是因为由深度学习技术获得的潜在特征在深度学习模型训

练完成后就可以不需人工干预地自动生成，因此构建人工特征的繁重工作就显

得非常不必要了。此外，深度学习相比于传统方法具有更加卓越的泛化能力，这

有助于在行人再识别问题中跨越低层视觉特征和高层语义理解之间的鸿沟。 

其次，对于行人再识别问题中的相似性度量，可以运用度量学习（Metric 

Learning）技术。度量学习技术也经历了从浅层学习（即浅层度量学习）到深度

学习（即深度度量学习）的发展过程。度量学习需要解决的问题主要集中在两个

方面，即相似性度量的显式形式和这些显式形式中未知参数的学习。对于行人再

识别问题中相似性度量的显式形式，不同的度量之间差异很大。例如，在论文[40]

和[46]中，采用加权 Euclid距离来表示相似性的概念，并且通过度量学习自动确
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定其中未知的权重。在论文[45]中，则使用 Mahalanobis 距离来解决行人再识别

问题。其他相似性度量的显式形式，例如余弦相似性[37,44]、直方图相似性[33]等，

在最近的研究中也得到了广泛的应用。对于学习相似性度量显式形式中的未知

参数，由于相似性总是与其对应的度量（或距离）成反比，因此可以通过多种度

量学习技术来实现。在论文[36]中，局部 Fisher判别分析和基于排序的支持向量

机（Ranking SVM）[47]被用于深度学习模型中的度量学习。在论文[35]和[41]中，

交叉视图二次判别分析[48]被用于行人再识别任务中的度量学习。综上所述，选择

合适的相似性度量，并对其未知参数进行度量学习，是目前行人再识别研究中不

可缺少的环节。 

在本文中，将深度残差网络运用到行人再识别问题时，同时考虑了特征提取

和相似性度量这两个重要的问题，并以此为基础提出全尺度深度度量学习方法

（Full-scale Deep Metric Learning Method，FullScale）来解决行人再识别问题。

具体来说，充分结合全尺度思想，将考虑深度、宽度和基数的深度残差网络与度

量学习相结合，构造全尺度深度度量学习方法来进行端到端学习以解决行人再

识别问题。 

2.2 医学图像合成 

医学图像（影像）学作为一种能直观地反映人体解剖和病理结构及其功能的

技术，在临床疾病诊断和治疗规划中有着广泛的应用。医学图像具有不同的成像

协议，这些协议可以产生不同模态的图像以强调不同的解剖和病理结构。例如，

计算机断层扫描（Computed Tomography，CT）生成内脏、骨骼、软组织和血管

的图像，以显示电子密度和物理密度[49]；磁共振成像（Magnetic Resonance Imaging，

MRI）通过设置不同的扫描参数来提供不同的软组织对比度[50]；正电子发射断层

扫描（Positron Emission Tomography，PET）能够显示被扫描身体部位的代谢过

程[51]。由于不同模态各不相同同时具有互补的特性，因此在临床应用分析中通常

采用多种模态。然而，获取某些模态图像会增加辐射暴露的风险，特别是当患者

在整个治疗过程中必须多次进行这些成像扫描时[52]。因此，在实际应用中，获取

高质量且人身安全的医学图像并不容易。此外，由于不同的成像协议和多模态图

像采集的成本，并非每位患者都能获得足够且一致的模态图像[53]。为了解决这些

问题，医学图像合成（Medical Image Synthesis）被定义为从一种模态的源图像到
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另一种模态的目标图像的映射建模方法，已经被研究人员广泛探索[54]。 

医学图像合成已被用于各种应用中，例如缺失图像的估计[55]、跨模态的知识

迁移[56]、图像超分辨率[57]和标注数据集的创建[58]。医学图像合成可分为两大类，

即模态内合成和跨模态合成。具体来说，模态内合成通常旨在从相对较低质量的

图像生成更高质量的图像。与此不同的是，跨模态合成的目标是捕获源模态中的

有用结构信息，以生成目标模态图像。虽然这两个类别应用于不同的实际任务，

但其基本的合成原理是类似的。传统的合成方法利用各种非线性模型，例如字典

学习[59]和随机森林[60]，来处理由专业人员在合成过程中人工选择的医学图像特

征。然而，这些人工制作的特征对于表示医学图像中复杂视觉信息的能力是有限

的，因此会对合成性能产生不利影响。最近，基于深度学习的方法通过训练映射

模型自动学习具有足够表达能力的针对特定任务的特征来缓解这一问题[61,62]。通

过设计先进的深度学习模型，大大提高了医学图像合成的性能。 

 

图 2.1 U 型网络结构 

深度学习方法于 2015 年开始在医学图像合成中流行[63]。经过两年的探索，

基于深层卷积网络（Convolutional Neural Network，CNN）的架构在 2017 年成为

模态内和跨模态合成的主导架构[64,65,66,67,68,69,70]。2018 年，更复杂的 CNN 模型以

传统的方式得到了进一步的探索[71,72,73]。通过精巧的设计，CNN 可以合成整个

图像或部分区域，从而在端到端的训练过程中学习不同图像像素之间的隐式依



第 2 章  计算机视觉应用 

12 

赖关系。其中，最典型的 CNN 架构是 U 型网络（U-net）[31]。U 型网络既能从

源图像中提取全局上下文信息，又能保留目标图像中的空间细节特征。如图 2.1

所示，原始 U 型网络由下采样和上采样的路径构成，其中下采样路径中的卷积

层数与上采样路径中的卷积层数相同。在这两条路径之间，引用残差结构中跳层

连接的思想，来连接对应尺度的卷积。利用这种结构，U 型网络可以获取输入图

像的多层次深度信息，并能够缓解深度学习模型训练中常见的梯度消失问题。 

同样在 2017 年，基于 CNN 构建的生成对抗网络（Generative Adversarial 

Network，GAN）[15]引起了研究者的关注，并取得了很有希望的结果[74,75,76]。同

时，许多具有不同架构的 GAN 模型在 2018 年和 2019 年提出[77,78,79,80,81,82,83]，并

且这种研究趋势变得越来越流行。与常见的基于 CNN 的深度学习模型不同，

GAN 模型由两个部分，即生成器（Generator，G）和判别器（Discriminator，D）

组成，并通过对抗性学习对其进行训练，如图 2.2 所示。GAN 模型旨在学习从

随机噪声到真实图像的映射，该映射遵循真实图像的分布。 

 

图 2.2 GAN 模型结构 

当然，GAN 模型也能完成从图像到图像的合成过程，即当输入数据是源图

像𝑥~𝑝data(𝑥)时，GAN 模型可以合成相应的目标图像𝑦~𝑝data(𝑦)。具体来说，

GAN 通过训练生成器G从给定的源图像𝑥合成图像G(𝑥)，并使合成图像G(𝑥)与真

实目标图像𝑦相似，同时训练判别器D以区分合成图像G(𝑥)和对应的真实图像𝑦。

通过这两部分之间的对抗性竞争，可以提高合成性能。 

本文将关注在老年痴呆症（Alzheimer's Disease，AD）诊断中使用的传统的

结构性磁共振（structural Magnetic Resonance Imaging，sMRI）图像和最近几年

兴起的动脉自旋标记（Arterial Spin Labeling，ASL）图像。sMRI 图像是根据扫
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描得到的不同脑组织的形态结构以判断患者大脑是否有病变或损伤，进而诊断

老年痴呆症程度。ASL 图像作为一种功能性磁共振（ functional Magnetic 

Resonance Imaging，fMRI）图像，与脑血流量（Cerebral Blood Flow，CBF）成

正相关，因此可以根据 ASL 图像信号值的高低判断大脑不同区域耗氧量的高低，

进而诊断老年痴呆症程度。由于 ASL 图像采集无需在患者体内注射外源性造影

剂，同时老年痴呆症患者的大脑在耗氧量上与非老年痴呆症患者有明显区别，因

此 ASL 图像非常适用于老年痴呆症诊断。不过目前 ASL 图像相对于传统的 sMRI

图像来说非常稀少，因此可以考虑从 sMRI 图像合成 ASL 图像。另外，同时存

在部分患者只采集了 ASL 图像而未采集 sMRI 图像，因此若是能够进行 sMRI 和

ASL 图像之间的双向合成，则能同时解决上述两个问题，不过双向合成更具有

挑战性。 

值得注意的是，ASL 图像的采集是由非标记的 ASL 控制图像减去标记的

ASL 标记图像得到的。另外，主要由信号污染引起的部分容积效应（Partial Volume 

Effect，PVE）问题在 ASL 图像中较为常见。PVE 问题导致采集的 ASL 信号低

于真实信号，而由于 CBF 和 ASL 正相关，对应的 CBF 结果也会被低估，因此

需要对 PVE 进行校正，通过已获得的 ASL 信号试图恢复实际的 ASL 信号。在

此前提下，若是没有对输入 ASL 合成模型的真实 ASL 图像进行 PVE 校正预处

理，则可以对所有合成的 ASL 图像进行 PVE 校正，比较其与真实 ASL 图像进

行 PVE 校正后的差距，来定性评估不同的合成 ASL 图像的质量。 

针对医学图像合成中具体的从 sMRI 图像合成 ASL 图像的问题，将从 CNN

方面进行研究。具体来说，充分考虑 U 型网络的思想，结合不同深度的残差网

络构造非平衡模型，以使其具备 U 型网络的优势。值得注意的是，构造的非平

衡深度判别学习模型（Unbalance Deep Discriminant Learning Model，Unbalance）

相比于 U 型网络具有额外的优势，因为 U 型网络在获取不同尺度特征的多个结

构之间包含共用的部分，而 Unbalance 中则不存在共用，使得不同尺度特征之间

相关性更小、独立性更大。 

针对医学图像合成中具体的在 sMRI 和 ASL 图像之间进行双向合成，将从

GAN 方面进行研究。具体来说，则充分结合 U 型网络和 GAN 的思想，并引入

残差注意力机制来构建 UA 生成对抗网络（UA-GAN），以此为基础构造 UA-GAN

集成，使得医学图像合成的性能更好并能进行双向合成。值得指出的是，UA-GAN

的生成器中改进的U型网络和残差注意力模块的基本框架可以认为是残差网络，
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因此可以认为上述创新性深度学习技术研究是基于深度残差网络进行的。
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第 3 章  基于深度残差网络的全尺度深度度量学习方法 

在本章中，将详细阐述本研究中针对行人再识别问题而提出的基于深度残

差网络的全尺度深度度量学习方法（Full-scale Deep Metric Learning Method，

FullScale）。该方法可分为全尺度深度学习模型和基于该模型的度量学习方法。 

首先，有必要指出的是，全尺度深度学习模型是在单通道深度残差模型[12]的

基础上提出的一种全新的全尺度模型。然而，新提出的全尺度模型与最初的单通

道模型有着显著的不同。因为在这个全尺度模型中同时考虑了深度、宽度和基数

（Cardinality）[30]这三个构建深度学习模型的基本概念，而不仅仅是强调其中的

某一个概念（例如，最初的单通道深度残差模型只考虑了深度概念，宽残差模型

[84]只强调了深度和宽度的概念）。其次，在确定了新的全尺度深度学习模型的结

构后，重点研究了基于新的全尺度深度学习模型的新的全尺度深度度量学习方

法。实现全尺度深度度量学习方法有两种算法，一种是传统的随机梯度下降

（Stochastic Gradient Descent，SGD）算法，另一种是更有效的近端梯度下降

（Proximal Gradient Descent，PGD）算法[85]。 

3.1 全尺度深度度量学习方法的模型结构与理论推导 

“全尺度”一词包含三个概念。第一个概念是深度，这意味着全尺度深度学

习模型应该具有非常深的结构，以便获得良好的泛化性能，这与其他成熟的深度

学习模型类似。第二个概念是宽度，这意味着全尺度模型应该具有较宽的模型结

构。值得注意的是，由于训练非常深的残差网络会存在特征重用减少的问题，同

时导致训练速度非常慢。宽残差网络倾向于增加残差网络的宽度来克服上述困

境，其构建宽模型结构的绝妙想法启发了全尺度模型的构建。第三个概念是基数，

要求模型结构局部是同质的。 

3.1.1 考虑深度、宽度和基数的全尺度深度学习模型 

全尺度深度学习模型的结构如图 3.1 中的深度残差网络部分所示，由两个共

享权值的孪生深度残差网络构成。这种双通道结构的设计有以下几个理由：第一，

可以同时输入一对行人图像并提取需要的特征；第二，行人图像成对输入与之后

的半监督度量学习方法（或者说 Mahalanobis度量层）需要的成对行人特征相对
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应；第三，两个通道共享相同的参数（权值共享）对于训练更有效；第四，多通

道结构可以方便地实现基数的概念。全尺度深度学习模型输出的特征输入之后

的Mahalanobis度量层部分用于计算特征之间的相似度以实现度量学习。 

 

图 3.1 全尺度深度度量学习方法模型结构 

 

图 3.2 深度残差网络部分中深度残差网络的结构 

深度残差网络部分中每个深度残差网络包含 3 个由卷积网络驱动的残差网

络分支，如图 3.2 所示。值得注意的是，对于每个分支，不直接将输入图像（尺

寸128 × 64）完整地输入，而是将其划分为三个重叠的部分（尺寸64 × 64）分别

输入到每个分支里，同时每个分支之间不共享权值。这样设计的目的在于不同分

支能够独立地学习不同的潜在特征，同时由于输入不同分支的图像部分之间有

重叠关系，因此不同分支可以隐式地保留图像不同部分之间的空间相关性。在 3

个分支之后是两层全连接层，其中第一层全连接层使用了校正线性单元
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（Rectified Linear Unit，ReLU）[28]激活函数。这样设计的目的在于对 3 个分支学

到的特征进行融合，之后将融合的特征输入度量学习部分。 

图 3.3 展示了由卷积网络驱动的残差网络。可以看到，该残差网络由多个相

同的卷积网络和并行的跳层连接组成，框架与原始残差网络相同。不同的是，每

个用于提取特征的卷积网络具有非常复杂的结构，如图 3.4 所示。具体来说，在

将大小为64 × 64的图像块（或特征图）输入到卷积网络结构之后，执行复制操

作来将单通道特征图变为双通道特征图，之后经过第一次卷积操作，然后在执行

第二次卷积操作之前将双通道特征图连接成单通道特征图。多次这样的操作增

加了特征图的数量，同时也增加了模型的宽度。值得注意的是，卷积网络的最后

是全卷积层，这是因为经过多层池化层后，特征图的尺寸小于输入图像块（或特

征图）的尺寸，为了保证卷积网络的输入图像块（或特征图）的尺寸与输出特征

图的尺寸相同以便结合跳层连接，那么就需要全卷积层来增大特征图的尺寸。 

 

图 3.3 由卷积网络驱动的残差网络结构 

 

图 3.4 卷积网络结构，其中𝐹代表卷积核大小、𝑃(𝐴)代表填补、𝑆代表步长 

3.1.2 连续 Kendall-Tau 测度推导 

给出两个不同视野范围的摄像机拍摄的行人图像集𝛤1和𝛤2，设𝐼1 ∈ 𝛤1和𝐼2
𝑝 ∈

𝛤2为来自同一行人的图像，𝐼1 ∈ 𝛤1和𝐼2
𝑛 ∈ 𝛤2为来自不同行人的图像。设深度残差

网络部分提取特征的映射为𝜓(∙)，定义特征𝑥1 = 𝜓(𝐼1)和𝑥2
𝑝 = 𝜓(𝐼2

𝑝)构成正例，特

征𝑥1和𝑥2
𝑛 = 𝜓(𝐼2

𝑛)构成负例。这里需要某种度量来计算不同特征之间的距离（相
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似度），由于特征中不同维度之间可能具有不同的分布同时不同维度之间可能具

有相关性，因此选择 Mahalanobis度量[86]，那么距离公式𝑑(𝑥1, 𝑥2)可以表述如公

式(3.1)。 

𝑑(𝑥1, 𝑥2) = √(𝑥1 − 𝑥2)𝑇𝑀(𝑥1 − 𝑥2) (3.1) 

其中𝑥2 = 𝑥2
𝑝或𝑥2 = 𝑥2

𝑛，𝑀是协方差矩阵。在传统的度量学习问题当中，使用的

特征分布已知，因此协方差矩阵𝑀可以根据已知的数据分布确定。在全尺度深度

学习模型中，由深度残差网络部分获取的特征𝑥1和𝑥2遵循的分布是未知的，因此

联合深度残差网络部分和协方差矩阵𝑀共同进行训练。 

由于 Mahalanobis度量需要满足作为度量的一般要求，即正定性、对称性和

三角不等式，如方程组(3.2)所示。 

{
𝑑(𝑥1, 𝑥2) ≥ 0,且𝑑(𝑥1, 𝑥2) = 0当且仅当𝑥1 = 𝑥2

𝑑(𝑥1, 𝑥2) = 𝑑(𝑥2, 𝑥1)

𝑑(𝑥1, 𝑥2) ≤ 𝑑(𝑥1, 𝑦) + 𝑑(𝑦, 𝑥2)

(3.2) 

其中𝑦同样是特征。因此协方差矩阵𝑀需要对称且半正定，那么𝑀可以通过著名

的 Cholesky 分解进一步分解为𝑀 = 𝑊𝑊𝑇，其中𝑊是具有正对角项的下三角矩

阵。所以距离公式(3.1)可进一步写为公式(3.3)。 

𝑑(𝑥1, 𝑥2) = √(𝜓(𝛪1) − 𝜓(𝛪2))
𝑇
𝑊𝑊𝑇(𝜓(𝛪1) − 𝜓(𝛪2)) 

= √(𝑊𝑇(𝜓(𝛪1) − 𝜓(𝛪2)))
𝑇

(𝑊𝑇(𝜓(𝛪1) − 𝜓(𝛪2))) 

= ‖𝑊𝑇(𝜓(𝛪1) − 𝜓(𝛪2))‖2
(3.3) 

其中𝑊𝑇(𝜓(𝛪1) − 𝜓(𝛪2))使用图 3.1 中的 Mahalanobis度量层实现，即一个权重为

𝑊𝑇、偏置为 0 的全连接层。 

由于全尺度深度度量学习是半监督的，因此可基于 Kendall-Tau 相关系数测

度（即 KT 测度）[87]来构建所需要的辅助信息。KT 测度的原始定义如公式(3.4)

所示。 

KT =
𝑁

𝑁𝑛
=
𝑃 − 𝑄

𝑁𝑛
=

𝑃 − 𝑄

1
2𝑛
(𝑛 − 1)

(3.4) 

其中，𝑃和𝑄表示在半监督度量学习中用于构造基本辅助信息的一致对和不一致

对的数目；𝑁𝑛是归一化项，目的在于控制 KT 测度的范围在[−1,1]内。由于 KT

测度是一个重要的排序性能评价测度，因此一致对和不一致对可以通过以下排
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序过程来解释。对于给定的查询图像𝑞，首先构造图像对(𝑥, 𝑦)，其中图像𝑥相比

于图像𝑦与查询图像𝑞更相似。之后计算所有图像与查询图像𝑞之间的某种相似性

度量，按照相似性度量的递减顺序构造一个相似度排序。若在相似度排序中图像

𝑥排在图像𝑦之前，则(𝑥, 𝑦)形成一致对，否则(𝑥, 𝑦)形成不一致对。 

值得注意的是，上述一致对和不一致对类似于半监督度量学习研究[88]中著

名的辅助信息中的相似对和不相似对，有所不同的是一致对和不一致对是根据

图像排序列表中位置和图像相似性而被更严格地定义的。为了进行基于公式

(3.4)的度量学习，需要一个近似过程，主要目的是将离散 KT 测度转化为一个连

续的形式。很容易观察到，公式(3.4)的离散特性主要来自于𝑃和𝑄，分别是一致

对和不一致对的数目。因此，近似公式主要近似这两项。 

首先，一致对𝑃和不一致对𝑄分别满足公式(3.5)和(3.6)。 

sgn(𝑠(𝑥, 𝑦)) ∙ sgn(𝑙(𝑥, 𝑦)) = 1 (3.5) 

sgn(𝑠(𝑥, 𝑦)) ∙ sgn(𝑙(𝑥, 𝑦)) = −1 (3.6) 

其中，sgn是符号函数，当输入为正时输出为+1，输入为0时输出为0，输入为负

时输出为−1；𝑠(𝑥, 𝑦) = 𝑠(𝑥) − 𝑠(𝑦)是一个预定义的基于度量的相似度函数，反

映图像𝑥和𝑦之间的相似度概念，其中𝑠(𝑥)则代表图像𝑥和查询图像𝑞之间的相似

度；𝑙(𝑥, 𝑦) = 𝑙(𝑥) − 𝑙(𝑦)是图像𝑥和𝑦之间的标注相似度，其中𝑙(𝑥)则代表图像𝑥和

查询图像𝑞之间的标注相似度。标注相似度设置为与标注信息差负相关。 

上述近似的具体过程可以描述如下。对于给定的查询图像𝑞，构造的图像对

(𝑥, 𝑦)满足图像𝑥和查询图像𝑞之间的标注相似度（即𝑙(𝑥)）大于图像𝑦和查询图像

𝑞之间的标注相似度（即𝑙(𝑦)）。若图像对(𝑥, 𝑦)为前述所示的一致对，则对于在计

算所得递减的相似度排序中，图像𝑥排在图像𝑦之前，即图像𝑥与查询图像𝑞之间

的相似度（即𝑠(𝑥)）高于图像𝑦与查询图像𝑞之间的相似度（即𝑠(𝑦)）。上述结论

完全满足公式(3.5)（即𝑠(𝑥, 𝑦) = 𝑠(𝑥) − 𝑠(𝑦) > 0和𝑙(𝑥, 𝑦) = 𝑙(𝑥) − 𝑙(𝑦) > 0）。对

于不一致对满足公式(3.6)，解释是类似的。 

将公式(3.5)和(3.6)代入公式(3.4)后，原离散不可微的 KT 测度可修正为公

式(3.7)。 

KT =
1

𝑁𝑛
∑ (sgn(𝑠(𝑥, 𝑦)) ∙ sgn(𝑙(𝑥, 𝑦)))

𝑥,𝑦∈𝐷,𝑥≠𝑦

(3.7) 

其中，𝐷表示相似度排序中的所有图像。然而，公式(3.7)中符号函数的阶跃特性

仍然存在。一般来说，有几种近似方法来处理阶跃问题。在此，选择双曲正切函
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数（tanh）来近似处理，如公式(3.8)中所示，其中𝜉表示相应函数的自变量。 

sgn(𝜉)~tanh(𝜉) =
𝑒2𝜉 − 1

𝑒2𝜉 + 1
(3.8) 

将公式(3.8)代入公式(3.7)中的符号函数后，可得到原 KT 测度的连续可微替代

形式，称为连续 KT（continuous KT，CKT）测度，如公式(3.9)所示。 

CKT =
1

𝑁𝑛
∑ (

exp(2𝑠(𝑥, 𝑦)) − 1

exp(2𝑠(𝑥, 𝑦)) + 1
∙
exp(2𝑙(𝑥, 𝑦)) − 1

exp(2𝑙(𝑥, 𝑦)) + 1
)

𝑥,𝑦∈𝐷,𝑥≠𝑦

(3.9) 

之后是推导传统随机梯度下降（Stochastic Gradient Descent，SGD）算法中所必

需的梯度。在公式(3.9)中，
𝑒𝑥𝑝(2𝑙(𝑥,𝑦))−1

𝑒𝑥𝑝(2𝑙(𝑥,𝑦))+1
实际上与未知参数𝑊无关，因此可以看

作一个系数。应用链式法则后，公式(3.9)的梯度可以显式地表示为公式

(3.10)。 

∇CKT(𝑊) =

1

𝑁𝑛
∑ (

4(𝑠(𝑥, 𝑦))
′

exp(2𝑠(𝑥, 𝑦)) + exp(2𝑠(𝑦, 𝑥)) + 2
∙
exp(2𝑙(𝑥, 𝑦)) − 1

exp(2𝑙(𝑥, 𝑦)) + 1
)

𝑥,𝑦∈𝐷,𝑥≠𝑦

(3.10)
 

3.1.3 近端梯度下降优化推导 

上一节详细阐述了推导 CKT 测度的梯度的步骤，CKT 测度的梯度在 SGD

中是必不可少的。在本小节中，还引入了一种替代SGD的近端梯度下降（Proximal 

Gradient Descent，PGD）算法[85]来提高效率。基于公式(3.9)，半监督深度度量学

习任务可以通过公式(3.11)中经典的最小绝对值收敛和选择算子（Least Absolute 

Shrinkage and Selection Operator，LASSO）的正则化问题[89]来表示。 

min
𝑊

(𝑌 −
1

𝑁𝑛
∑ (

exp(2𝑠(𝑥, 𝑦)) − 1

exp(2𝑠(𝑥, 𝑦)) + 1
∙
exp(2𝑙(𝑥, 𝑦)) − 1

exp(2𝑙(𝑥, 𝑦)) + 1
)

𝑥,𝑦∈𝐷,𝑥≠𝑦

)

2

+𝜆‖𝑊𝑊𝑇 − 𝕀‖1

(3.11) 

其中，𝑌表示图像排序列表的理想 KT 测度值；‖∙‖1表示L1范数；𝜆 > 0是控制正

则项重要性的正则化系数；𝕀是单位矩阵。将公式(3.11)中的损失函数简化为

𝑓(𝑊)，以便于在以下步骤中推导。 

值得注意的是，上述 LASSO 问题可被视为广义弹性网络正则化[90]中的一个

特殊问题，广义弹性网络正则化同时考虑了 LASSO 中的L1范数和著名的岭回归

[91]中的L2范数。将半监督深度度量学习问题转化为上述 LASSO 形式的原因如

下。首先，与前面提到的其他类型的正则化方法相比，在 LASSO 中更容易获得
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稀疏解，稀疏解有利于提高研究效率。其次，相对于广义弹性网络正则化来说，

LASSO 更容易进行快速求解。这里选择 PGD 算法[85]求解，具体来说，公式(3.11)

的解法可以描述如下。在 PGD 算法的第𝑘次迭代操作中，将第𝑘 − 1次迭代获得

的结果𝑊𝑘−1代入到公式(3.12)中以获得中间变量𝑍𝑘−1。 

𝑍𝑘−1 = 𝑊𝑘−1 −
1

𝐿
∇𝑓(𝑊𝑘−1) (3.12) 

其中，𝐿是正比例因子，∇表示梯度。之后，将著名的软阈值技术应用于公式(3.12)，

以计算第𝑘次迭代中𝑊的第𝑖个分量（即𝑊𝑘
𝑖），如公式(3.13)所示。 

𝑊𝑘
𝑖 = sgn (𝑍𝑘−1

𝑖 −
𝜆

𝐿
) ∙ max {|𝑍𝑘−1

𝑖 | −
𝜆

𝐿
, 0} (3.13) 

其中，符号sgn是符号函数，max表示最大值函数；𝑍𝑘−1
𝑖 表示通过公式(3.12)获得

的𝑍𝑘−1的第𝑖个分量。此外，公式(3.13)可以通过公式(3.14)中的分段函数展开。

这样，就可以快速求解第𝑘次迭代中𝑊的第𝑖个分量（即𝑊𝑘
𝑖）。 

𝑊𝑘
𝑖 =

{
 
 

 
 𝑍𝑘−1

𝑖 −
𝜆

𝐿
,      

𝜆

𝐿
< 𝑍𝑘−1

𝑖  

0,                   |𝑍𝑘−1
𝑖 | ≤

𝜆

𝐿

𝑍𝑘−1
𝑖 +

𝜆

𝐿
,    𝑍𝑘−1

𝑖 < −
𝜆

𝐿

(3.14) 

综上所述，半监督度量学习任务可以使用一种比传统的 SGD 算法更有效的

PGD 算法来处理。将其与全尺度深度学习模型相联合，共同进行端到端学习，

从而自动确定Mahalanobis度量中待学习的未知参数𝑊。 

3.2 实验与分析 

3.2.1 数据集、预处理和实验设置 

为了评估新提出的全尺度深度度量学习方法（Full-scale Deep Metric Learning 

Method，FullScale）对于解决行人再识别问题的性能，联合三个著名且具有挑战

性的公共数据集进行实验分析，它们分别是 CUHK01[92]、VIPeR[93]和 QMUL-

iLIDS[94]数据集。以上三个数据集的详细说明如下。CUHK01 数据集共有 971 位

不同行人，每位行人有 4 张不同的图像，由 2 台拍摄范围不重叠的摄像机拍摄，

每幅图像的空间分辨率被一致地裁剪为160 × 60。对于 VIPeR 数据集，总共包

含 632 位不同行人，每位行人都有 2 张图像，使用 2 台拍摄范围不重叠的摄像
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机捕获，所有图像具有128 × 48的一致空间分辨率。对于 QMUL-iLIDS 数据集，

由多摄像机闭路电视系统在繁忙的机场收集。该数据集共有 119 位不同行人，每

位行人都有 2 至 4 张由 2 台拍摄范围不重叠的摄像机拍摄的图像，不同图像的

空间分辨率有所不同，并且具有严重遮挡和姿势变化的场景。 

联合上述三个数据集进行评估的理由如下。CUHK01 和 VIPeR 数据集中每

位行人都有相同数量的图像，因此可以看作是一个平衡学习问题。VIPeR 与

CUHK01 的主要区别在于，VIPeR 数据集每位行人只有 2 张图像，与 CUHK01

数据集相比只有一半。因此，VIPeR 数据集中的平衡学习问题具有更大的挑战性，

同时也是一个小样本学习问题。对于 QMUL-iLIDS 数据集，可以看作是不平衡

学习问题。因此，本实验将全面分析 FullScale 在平衡学习和非平衡学习两种情

况下的识别能力。另外，在获取三个数据集的行人图像之后，需要进行预处理操

作。由于不同数据集行人图像空间分辨率有所不同，因此将所有数据集中所有行

人图像的空间分辨率调整为一致的128 × 64。之后对行人图像进行标准化操作，

即将每张行人图像的 RGB 通道都减去对应通道的像素平均值并除以对应通道的

像素标准差，这样操作有利于本实验中所有度量学习方法更快更稳健地学习。 

除 FullScale 之外，本实验还复现了其他 9 种从深度学习或浅层学习角度提

出的度量学习方法，共同进行行人再识别性能比较。表 3.1 详细阐述了所有的方

法。可以看出，共有 4 种基于深度学习的方法和 6 种基于浅层学习的方法。比较

FullScale 和 DRML+CKT（即深度残差度量学习+CKT 测度）的动机是，

DRML+CKT 与 FullScale 执行的步骤相同，不同的是 DRML+CKT 的模型结构

比较窄。因此，通过对 FullScale 和 DRML+CKT 的比较，可以得到不同宽度和

基数的行人再识别性能，从而为 FullScale 需要更大的宽度和基数提供实验基础。

Norm+X-Corr[43]和 Fused[95]是近年来为解决行人再识别问题而提出的基于深度

学习的方法。据报道，这两种方法都能有效地处理行人再识别问题中的难点（如

光照变化、部分遮挡、视角改变等）。Norm+X-Corr 与 Fused 的主要区别在于，

Norm+X-Corr 在较宽的搜索空间内应用了不精确匹配技术来解决行人再识别问

题，而 Fused 既利用了不精确匹配技术，又利用了精确匹配技术，减少了来自

Norm+X-Corr 中的大搜索空间导致的偶然错误匹配。对于 BPNN[96]，可以看作是

流行的分层深度学习模型的一个浅层版本。对于灰度共生矩阵（Grey-Level Co-

occurrence Matrix，GLCM）[97]+支持向量机（Support Vector Machine，SVM）[98]/

判别成分分析（Discriminant Component Analysis，DCA） [99]/相关成分分析
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（Relevant Component Analysis，RCA） [100]/邻域成分分析（Neighborhood 

Component Analysis，NCA）[101]/大边缘最近邻（Large Margin Nearest Neighbor，

LMNN）[102]，都是基于浅层学习的方法，同时结合了著名的灰度共生矩阵（GLCM）

[97]作为低层视觉特征。在本实验中复现浅层学习方法的目的在于突出深度学习

方法对于解决行人再识别问题的优越性。 

表 3.1 实验中所有的方法 

ID 方法 类型 描述 

1 FullScale 深度 新的全尺度深度度量学习方法。 

2 DRML+CKT 深度 
与 FullScale 相同，只是其卷积网络结构中没有如图 3.4

所示的复制、划分和连接操作。 

3 Norm+X-Corr 深度 
一种孪生卷积网络，在广阔的搜索空间内利用不精确匹

配技术处理行人再识别问题中的重要挑战。 

4 Fused 深度 
另一种孪生卷积网络，该模型考虑了不精确匹配和精确

匹配。 

5 BPNN 浅层 最基本的使用反向传播算法[96]的三层神经网络。 

6 GLCM+SVM 浅层 
提取灰度共生矩阵（GLCM）作为特征，结合支持向量机

（SVM）作为分类器。 

7 GLCM+DCA 浅层 

判别成分分析（DCA）的目标在于针对数据学习一个最

佳的映射，能够最小化相同类别数据之间的度量，同时

最大化不同类别数据之间的度量。 

8 GLCM+RCA 浅层 
相关成分分析（RCA）的目标在于将数据中的无关变量

小规模化，其中的特征空间转换通过线性映射进行。 

9 GLCM+NCA 浅层 
邻域成分分析（NCA）通过给定的度量对多元数据进行

分类，是一种监督学习方法。 

10 GLCM+LMNN 浅层 
大边缘最近邻（LMNN）基于凸优化中的半定规划，通过

K 近邻分类学习伪度量。 

3.2.2 实验结果和统计分析 

在图 3.5、3.6 和 3.7 中，分别描绘了所有方法在 CUHK01、VIPeR 和 QMUL-

iLIDS 数据集上的查准率-查全率（Precision-Recall，PR）曲线。一般来说，每个
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PR 曲线下的区域表示每个对应方法的行人再识别性能的平均精度（即 mean 

Average Precision，mAP）。可以观察到，在图 3.5 和 3.6 中，FullScale 的 PR 曲

线总是高于其他方法，这表明新引入的方法在平衡学习的情况下能更好地解决

行人再识别问题。在图 3.7 中，FullScale 的 PR 曲线不是最高的，这表明在行人

再识别问题中还存在其他更能处理不平衡学习情形的方法（即 Norm+X-Corr 与

Fused）。 

 

图 3.5 CUHK01 数据集上的 PR 曲线 

 

图 3.6 VIPeR 数据集上的 PR 曲线 
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图 3.7 QMUL-iLIDS 数据集上的 PR 曲线 

除以上简单的定性分析外，还进一步从统计学的角度进行了较为详细的定

量分析。对于所有方法，选择F度量（即平衡的F1分数）作为评价再识别准确率

的定量度量。F度量根据所有获得的查准率和查全率结果计算得出，如公式(3.15)

所示。 

F度量 =
2 ×查准率 ×查全率

查准率+查全率
(3.15) 

在图 3.8、3.9 和 3.10 中，分别展示了所有方法在 CUHK01、VIPeR 和 QMUL-

iLIDS 数据集上的F度量箱线图。从这些箱线图中可以看到，在每个方法的统计

箱中，中间的横线表示该方法F度量的中位数，统计箱的上、下边界表示该方法

F度量的上四分位数和下四分位数。从上四分位数向上和从下四分位数向下的两

条垂直虚线代表极端的异常值，这些异常值在 1.5 倍的四分位数（Inter-Quartile 

Range，IQR）范围内[103]。超出 1.5 倍 IQR 的异常值用红色十字标记。 

从图 3.8、3.9 和 3.10 可以看出，基于深度学习的方法的统计箱通常高于基

于浅层学习的方法的统计箱，这清楚地表明基于深度学习的方法具有更好的行

人再识别性能。此外，在图 3.8 和 3.9 中，FullScale 的统计箱明显高于其他方法，

这与图 3.5 和 3.6 中 FullScale 的 PR 曲线处于最高位置相符合。值得注意的是，

图 3.8 和 3.9 中 FullScale 的统计箱也比所有其他比较方法的统计箱窄，这表明

FullScale 在 CUHK01 和 VIPeR 数据集中实现了最稳健的行人再识别效果。在图

3.10 中，FullScale 的统计箱不是最高的，这也与图 3.7 所示的 PR 曲线的观察结

果相匹配。 
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图 3.8 CUHK01 数据集上的F度量箱状图 

 

图 3.9 VIPeR 数据集上的F度量箱状图 

 

图 3.10 QMUL-iLIDS 数据集上的F度量箱状图 
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表 3.2 在 CUHK01、VIPeR 和 QMUL-iLIDS 数据集上不同方法之间两两比较的细节 

方法 I 方法 II 
CUHK01 VIPeR QMUL-iLIDS 

单值 区间 单值 区间 单值 区间 

FullScale 

DRML+C

KT 
0.0939 

[-0.0281, 

0.2158] 
0.1844 

[0.0649, 

0.3038] 
-0.0004 

[-0.1244, 

0.1237] 

Norm+X-

Corr 
0.1139 

[-0.0081, 

0.2358] 
0.2038 

[0.0844, 

0.3233] 
-0.0104 

[-0.1345, 

0.1137] 

Fused 0.1039 
[-0.0181, 

0.2258] 
0.1939 

[0.0744, 

0.3133] 
0.0094 

[-0.1147, 

0.1135] 

GLCM+S

VM 
0.2346 

[0.1126, 

0.3565] 
0.3245 

[0.2051, 

0.4440] 
0.1332 

[0.0092, 

0.2573] 

BPNN 0.2044 
[0.0825, 

0.3264] 
0.2945 

[0.1751, 

0.4140] 
0.1021 

[-0.0219, 

0.2262] 

GLCM+D

CA 
0.2545 

[0.1325, 

0.3764] 
0.3445 

[0.2250, 

0.4640] 
0.1511 

[0.0271, 

0.2752] 

GLCM+R

CA 
0.2845 

[0.1625, 

0.4064] 
0.3745 

[0.2551, 

0.4940] 
0.1833 

[0.0592, 

0.3073] 

GLCM+N

CA 
0.3144 

[0.1925, 

0.4364] 
0.4046 

[0.2851, 

0.5241] 
0.2120 

[0.0879, 

0.3361] 

GLCM+L

MNN 
0.3245 

[0.2026, 

0.4465] 
0.4145 

[0.2951, 

0.5340] 
0.2222 

[0.0981, 

0.3463] 

另一个更详细的定量分析是从统计角度进行的。表 3.2 展示了在 CUHK01、

VIPeR 和 QMUL-iLIDS 数据集上不同方法之间两两比较的细节，包括单值估计

和 95%置信区间估计两种统计评价方法。对于单值估计，描绘的是两种方法F度

量的直接差异，计算公式为方法I（即 FullScale）和方法II（即其他比较方法）之

间F度量直接差异的均值。由于在 CUHK01 和 VIPeR 数据集中单值估计的结果

均为正值，因此表明在 CUHK01 和 VIPeR 数据集中，FullScale 的行人再识别性

能优于其他所有比较方法。对于 95%置信区间估计，得到F度量直接差异的可能

区间（从统计角度来看，不小于 95%置信度）。从表 3.2 可以看出，大多数 95%

置信区间上下界为正。对于 CUHK01 数据集，FullScale 与基于深度学习的方法

比较时区间下界为负（即 DRML+CKT 为−0.0281，Norm+X-Corr 为−0.0081，

Fused 为−0.0181）。然而，由于其对应的区间上界明显大于下界绝对值（即

DRML+CKT 为0.2158 > 0.0281，Norm+X-Corr 为0.2358 > 0.0081，Fused 为

0.2258 > 0.0181），因此强烈表明在 CUHK01 数据集中，FullScale 对于大多数

情形都有较好的再识别性能，而其他基于深度学习的方法在一些小情况下也能

表现得很好。对于VIPeR数据集，所有 95%置信区间都是正的，这表明了FullScale

的优越性。通过以 CUHK01 和 VIPeR 数据集为基础详细的统计学分析，可以证

明在平衡学习问题下FullScale处理行人再识别任务的优越性。对于QMUL-iLIDS
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数据集中的不平衡学习问题，图 3.10 和表 3.2 显示 Norm+X-Corr 和 DRML+CKT

相对于 FullScale 表现的更好。可以得出这样的结论，在一个比较大的搜索空间

（即 Norm+X-Corr）上应用不精确的匹配，或者相比于 FullScale 不增加模型宽

度的情况下同时应用一个窄而深的结构（即 DRML+CKT），可以较好地解决行

人再识别任务中的不平衡学习问题。 

下面对 FullScale 进行了更为全面的分析，包括其在每个数据集上的收敛性、

稀疏性和识别准确性。图 3.11、3.12 和 3.13 分别展示了在 CUHK01、VIPeR 和

QMUL-iLIDS 数据集上 FullScale 的收敛性。在图 3.11、3.12 和 3.13 中，每个图

有两个子图，位于上方的子图包含 FullScale 训练不同阶段的损失曲线（即基于

公式(3.11)），位于下方的子图描述了 FullScale 预测的正例（即属于相同行人的

不同测试图像）和负例（即属于不同行人的不同测试图像）的分布。值得注意的

是，所有的损失曲线都具有相同的衰减趋势，在不同的三个数据集上训练

FullScale 至收敛的训练次数都约为 600 轮次，即 FullScale 在不同数据集上都能

够稳健地收敛。此外，与位于下方子图中所示的其他轮次相比，当训练轮次达到

600 时，正例分布和负例分布之间的差异变得最大。即 FullScale 的分辨能力是优

越的。 

 

 

图 3.11 CUHK01 数据集上 FullScale 的损失曲线（上）及正负例分布（下） 
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图 3.12 VIPeR 数据集上 FullScale 的损失曲线（上）及正负例分布（下） 

 

 

图 3.13 QMUL-iLIDS 数据集上 FullScale 的损失曲线（上）及正负例分布（下） 
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从公式(3.11)可以看出，损失函数是通过包含L1范数约束的 LASSO 形式化

的。一般来说，解决这样一个优化问题需要稀疏解。图 3.14 展示了 FullScale 在

CUHK01、VIPeR 和 QMUL-iLIDS 数据集上通过 Mahalanobis度量学习到的协方

差矩阵𝑀的散点图。很容易地观察到，对于所有三个数据集，协方差矩阵𝑀中的

大多数元素都是0，这证明了 LASSO 问题解的稀疏特性。 

 

 

图 3.14 在 CUHK01（上左）、VIPeR（上右）和 QMUL-iLIDS（下）数据集上的协方差矩

阵𝑀的散点图（对角线上的值在 1 附近，将其置为 0） 

   

图 3.15 在 CUHK01 数据集上 FullScale 能够正确再识别的挑战性样例（从左至右分别为光

照变化、部分遮挡和视角改变） 
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图 3.16 在 VIPeR 数据集上 FullScale 能够正确再识别的挑战性样例（从左至右分别为光照

变化、部分遮挡和视角改变） 

   

图 3.17 在 QMUL-iLIDS 数据集上 FullScale 能够正确再识别的挑战性样例（从左至右分别

为光照变化、部分遮挡和视角改变） 

图 3.15、3.16 和 3.17 分别展示了 FullScale 在 CUHK01、VIPeR 和 QMUL-

iLIDS 数据集上准确识别的具有挑战性的行人图像。其中的挑战性包括光照变化、

部分遮挡和视角改变，这表明 FullScale 能够完全解决这些公共数据集中行人再

识别的挑战性案例。 

3.3 本章小结 

行人再识别是多摄像机监控中的一个重要问题，因为行人目标需要在多个

拍摄范围不重叠的摄像机系统中准确识别和再识别，才能进行其他的高层应用

（如跟踪、行为分析、活动理解等）。本章首次提出了一种基于全尺度深度学习

模型的度量学习方法 FullScale 来解决行人再识别问题。主要有两个贡献。首先，

提出了一种基于深度残差网络的全尺度深度学习模型，该模型同时考虑了深度、

宽度和基数等概念。其次，在新的全尺度深度学习模型的基础上，提出了一种新

的深度度量学习方法，它既可以用传统的随机梯度下降算法实现，也可以用另一

种更有效的近端梯度下降算法实现。在实验分析方面，本章以三个公共数据集为

基础，从深度学习和浅层学习的角度，将新的全尺度深度度量学习方法（FullScale）

与其他 9 种常用的方法进行了比较。通过综合统计分析，发现全尺度深度度量学

习方法在处理行人再识别问题中的平衡学习情况时优于其他比较好的基于深度

学习或浅层学习的方法，而当处理不平衡学习情况时，全尺度深度度量学习方法

在所有比较方法中取得排名第三的性能，略差于排名第一的方法。上述实验表明，
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基于深度残差网络的创新性深度学习技术研究在行人再识别问题上能取得较高

的性能。
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第 4 章  基于深度残差网络的非平衡深度判别学习模型 

在本章中，将详细阐述本研究中针对医学图像合成中具体的从结构性磁共

振（structural Magnetic Resonance Imaging，sMRI）图像合成动脉自旋标记（Arterial 

Spin Labeling，ASL）图像而提出的基于深度残差网络的非平衡深度判别学习模

型（Unbalance Deep Discriminant Learning Model，Unbalance）。值得注意的是，

实际 ASL 图像的采集是由非标记的 ASL 控制图像减去标记的 ASL 标记图像得

到的。为了与实际操作相符合同时能够在实验中使用部分容积效应（Partial 

Volume Effect，PVE）校正来进行定性评估，在进行数据集预处理时不对 ASL 图

像进行 PVE 校正，同时非平衡深度判别学习模型不直接合成 ASL 图像，而是分

别合成 ASL 控制图像和 ASL 标记图像，通过将合成 ASL 控制图像减去合成 ASL

标记图像得到合成 ASL 图像，并在之后进行 PVE 校正。 

4.1 非平衡深度判别模型结构与理论推导 

4.1.1 基于残差网络的子结构 

 

图 4.1 非平衡深度判别学习模型的结构 
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非平衡深度判别学习模型（Unbalance）主要由 3 个分支组成，其中采用了

不同数量的基于残差网络的子结构，结构细节如图 4.1 所示。此外，在非平衡深

度判别学习模型的每个分支中，新设计的输入块、基础块和瓶颈块的级联构成了

新的基于残差网络的子结构。这种新的基于残差网络的子结构与原始残差结构

之间的比较如图 4.2 所示。 

 

图 4.2 基于残差网络的子结构（左）与原始残差结构（右）之间的比较 

具体来说，输入块的目的是实现原始输入的初始变换，从而提取主要的潜在

特征。由于基础块结构的不平衡性，有利于学习不同尺度粗略的潜在特征。瓶颈

块主要受流行的 Inception V3 模型[104]启发，具有更复杂的不平衡结构，有助于

学习不同尺度更加细致的潜在特征。基于上述描述，可以看出，不平衡结构不仅

存在于合成模型的 3 个分支内，而且存在于构成合成模型的基于残差网络的子

结构的不同构造块内。因为输入块、基础块和瓶颈块也具有丰富的宽度、深度和

基数，因此比通常在原始残差网络中使用的传统权重层具有更显著的非线性泛

化能力。这是很有价值的，因为 sMRI 图像（强调解剖结构）和 ASL 图像（专注

于灌注）之间的视觉差异很大，从 sMRI 图像到 ASL 图像的映射难以拟合，因

此增加模型多样性（即应用不平衡结构、增加宽度、深度和基数等概念）有利于

提高整个合成模型的泛化能力以实现上述具有挑战性的隐式映射。下面分别阐

述输入块、基础块和瓶颈块的详细信息。 

4.1.2 输入块、基础块和瓶颈块 

为了提取输入的主要潜在特征，提高模型的结构多样性，设计了三通道输入

模块，并在图 4.3 中进行了说明。每个通道都有5 × 5的卷积，使得三个通道在拓
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扑结构上是相同的。上述设计主要受到最近流行的分组卷积（Group CNN）[105]

的启发，相比于许多传统深度学习模型中只有一个通道的卷积，三通道卷积的总

参数大大降低。此外，需要指出的是，输入块的输入（原始尺寸为192 × 256 × 64，

如图 4.3 所示）根据坐标[0,31]、[16,47]和[32,63]沿着𝑧轴（即第三个维度）被划

分为三个部分重叠的子块，每个子块分别输入不同的通道以进行卷积操作。这样，

每个通道内的主要潜在特征的学习都关注于输入的不同区域，并且由于不同区

域相互重叠，因此可以隐式地保留不同区域的空间相关性。之后将三个不同通道

的输出连接在一起，并通过之后的批标准化层（Batch Normalization，BN）[17]、

卷积和校正线性单元（Rectified Linear Unit，ReLU）[28]操作进行处理。这样，输

入的主要潜在特征可以通过输入块确定，然后输出到基础块中。 

 

图 4.3 输入块结构 

基础块的目的是学习不同尺度粗略的潜在特征，详细结构如图 4.4 所示。基

础块包含两个卷积通道来增加模型的结构多样性，这与输入块中使用的三个卷

积通道类似。与输入块不同的是，基础块中的两个通道中使用的卷积具有不同大

小的卷积核（即3 × 3和5 × 5）。这样设计的目的在于卷积感受野从3 × 3扩大到

5 × 5使得卷积获得的潜在特征更加丰富。与此同时，这两个通道的输入也有特

点。基于残差网络的子结构中总共包含 3 个基础块。其中第一个基础块中两个通

道的输入由这个基础块的输入平均划分获得。这是因为这个基础块前面接的是

输入块，这时候基础块的输入是低层级上的细节特征，所以这里平均划分的重点

在于使用不同的卷积核来提取不同感受野大小的潜在细节特征。后两个基础块
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中两个通道的输入由基础块的输入按照1比3的比例划分，并且将较小的部分输

入包含小卷积核的通道，将较大的部分输入包含大卷积核的通道。这样操作的动

机在于这两个基础块位于基于残差网络的子结构中较后的位置，此时基础块的

输入可以认为是高层次的语义特征，将输入划分成不同比例的两部分，并且按照

大小相互对应划分部分和卷积核，这样增加了两个通道的非平衡程度，从而丰富

了从卷积操作得到的潜在语义特征。之后将两个通道内卷积输出的特征连接起

来进行之后的卷积操作，学习并融合一些粗略的不同尺度特征。 

 

图 4.4 基础块结构 

 

图 4.5 瓶颈块结构 
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瓶颈块的目的在于进行更加细致的不同尺度特征学习，其结构来自于

Inception V3 模型[104]，细节如图 4.5 所示。与基础块类似的是，瓶颈块具有四个

不同结构的通道。与此同时，瓶颈块的不平衡程度相比于基础块更加显著，这有

利于确定更加细致的不同尺度特征。值得指出的是，瓶颈块的每个通道中都包含

1 × 1卷积。这样设计的原因在于，相比于不使用1 × 1卷积，使用之后输入的特

征图数量将减少，即从𝑊′ × 𝐻′ × 192(256)减小到𝑊′ × 𝐻′ × 128，大大减少了瓶

颈块中学习的参数，提高了瓶颈块的训练效率。 

从非平衡深度判别学习模型的构建过程可以看出，非平衡结构主要由三个

分支来实现，在这三个分支中，新设计的基于残差网络的子结构的数目是不同的。

此外，在仔细考虑深度、宽度和基数（即主要由输入块、基础块和瓶颈块体现）

之后，非平衡深度判别学习模型的泛化能力可以进一步增强。之后的实验将证明

非平衡深度判别学习模型在从 sMRI 图像合成 ASL 图像问题上的优越性。 

4.1.3 从结构性磁共振图像合成动脉自旋标记图像的损失函数 

利用真实 ASL 控制（或标记）图像与合成 ASL 控制（或标记）图像之间的

像素偏差来构造非平衡深度判别学习模型的损失函数。由于扫描的真实 ASL 控

制（或标记）图像往往包含不少的异常值，因此使用具有稀疏特性的L1损失而不

是对异常值敏感的L2损失作为回归损失。此外，由于传统的L1损失在零点处不

平滑，因此选择平滑的L1损失作为替代。 

设𝜏1为真实的 sMRI 图像集，𝜏2为真实的 ASL 控制（或标记）图像集。定义

𝑠𝑖 ∈ 𝜏1和𝑎𝑖 ∈ 𝜏2分别为第𝑖位患者真实的 sMRI图像和真实的ASL控制（或标记）

图像。给定从 sMRI 图像到 ASL 控制（或标记）图像的映射函数为𝑆(∙)，𝑎𝑖
′ = 𝑆(𝑠𝑖)

表示从真实的 sMRI 图像𝑠𝑖合成的 ASL 控制（或标记）图像。因此，平滑的L1损

失可以描述为公式(4.1)。 

L =
1

𝑚
∑𝐻(𝑎𝑖, 𝑎𝑖

′) =
1

𝑚
∑𝐻(𝑎𝑖, 𝑆(𝑎𝑖))

𝑚

𝑖=1

𝑚

𝑖=1

(4.1) 

其中𝑚代表真实的 sMRI 图像或 ASL 控制（或标记）图像的数量；𝐻代表平滑的

L1损失，具体如公式(4.2)中的分段函数所示。 

𝐻(𝑥, 𝑦) =
1

𝑛
∑{

1

2
(𝑥𝑖 − 𝑦𝑖)

2,   若|𝑥𝑖 − 𝑦𝑖| ≤ 1

|𝑥𝑖 − 𝑦𝑖| −
1

2
,   其他情况下

𝑛

𝑖=1

(4.2) 
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其中𝑛代表图像𝑥和𝑦的像素数。很容易认识到，公式(4.1)旨在最小化合成和真实

ASL 控制（或标记）图像之间的误差平均值。上述平滑L1损失的优化可以通过

传统的 SGD 算法来实现。 

4.2 实验与分析 

4.2.1 数据获取、预处理和实验设置 

本实验的数据集来源于南昌大学附属医院正在进行的一项基于老年痴呆人

群的研究项目。数据集中的 sMRI 图像来自于高分辨率的 T1 加权三维磁化强度

预备梯度回波（3D-MPRAGE）序列[106]，采用西门子 3T TIM Trio MR 扫描仪采

集。同时，采用伪连续 ASL 扫描的方式获取数据集中的 ASL 图像，采集参数主

要包括：标记时间1500 𝑚𝑠、标记后延迟时间1500 𝑚𝑠、重复时间4000 𝑚𝑠、回波

时间9.1 𝑚𝑠、像素空间分辨率3 × 3 × 5 𝑚𝑚3等。另外，sMRI 和 ASL 图像的空间

分辨率分别设置为192 × 256 × 256和64 × 64 × 21。数据集共包括 355 例患者，

其中老年痴呆症（Alzheimer's Disease，AD）患者 38 例，轻度认知障碍（Mild 

Cognitive Impairment，MCI）患者 185 例，作为对照组的非认知障碍（No Cognitive 

Impairment，NCI）患者 132 例。这些患者的年龄为70.56 ± 7.20岁，本实验获得

所有患者的知情同意。 

在获得原始的 MRI 图像后，一系列的预处理过程是必不可少的。具体来说，

基本的预处理包括运动校正、脑提取（颅骨分离）、分别在 sMRI 和 ASL 图像中

的模式内配准、在 sMRI 和 ASL 图像之间的配准、灰质（Gray Matter，GM）/白

质（White Matter，WM）/脑脊液（Cerebro-Spinal Fluid，CSF）分割等。这些预

处理主要通过著名的 SPM（Statistical Parametric Mapping）[107]和 FSL（FMRIB 

Software Library）[108]工具箱实现。 

如本章开头所述，本实验不直接合成 ASL 图像，而是分别合成 ASL 控制图

像和 ASL 标记图像，通过将合成 ASL 控制图像减去合成 ASL 标记图像得到最

终的合成 ASL 图像。另外，在将真实的 sMRI 图像输入 ASL 合成模型时，并不

是直接将整个 sMRI 图像直接输入，而是将 sMRI 图像分成一块一块的切片进行

输入，这样做的好处是 ASL 合成模型能够更多的关注细节，进而能够生成更加

逼真的 ASL 图像。这些切片是沿着 sMRI 图像的𝑧轴（即第三个维度）进行特定

采样后获得的。具体来说，从大小为192 × 256 × 256的 sMRI 图像中采样 21 个
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大 小 为 192 × 256 × 64 的 切 片 。 沿 着 𝑧 轴 的 采 样 坐 标 包 括

[1,12,23,33,43,52,60,67,73,79,85,91,97,103,110,118,127,137,147,158,169]。值得

注意的是，上述采样坐标之间的间隔从 11 逐渐减小到 6 然后再增加，这个趋势

实际上粗略地模拟了 Gaussian 分布，其目的是从 sMRI 图像的中间部分采样更

多的切片，因为这些切片中包含丰富的大脑信息。此外，当对 sMRI 图像进行采

样时，𝑧坐标超出特定阈值（在本实验中为233，即169 + 64）的切片将被丢弃，

因为这些切片中不包含太多的大脑信息。 

除了提出的非平衡深度判别学习模型（Unbalance）外，本实验同时复现了 3

个经典的深度学习模型作为对比模型，包括 7 层卷积网络（CNN-7）、12 层卷积

网络（CNN-12）和 34 层残差网络（ResNet-34）[12]，图 4.6 展示出了上述对比模

型的细节。 

 

图 4.6 3 个经典的深度学习模型结构（从左至右分别为 CNN-7、CNN-12 和 ResNet-34） 

表 4.1 详细阐述了不同模型进行实验的超参数，这些超参数是通过不断地跟

踪损失使得不同模型达到各自最佳的 ASL 图像合成性能时所对应的超参数设置。

很容易观察到，Unbalance 因其复杂的模型结构包含最多的参数（48.75M），平均

每轮次训练 46 分钟。实验使用的深度学习平台为 Ubuntu 16 操作系统下的

PyTorch 0.4.0[109]，主要配备 Intel Xeon CPU i7-7700K、32G RAM 和 Nvidia Titan 
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XP GPU。在之后的 3 节中，从定性和定量两方面详细阐述了对所有 ASL 合成模

型进行的广泛的实验以及分析。值得注意的是，所有实验都从基于 5 倍交叉验证

策略的统计学角度得出结论。 

表 4.1 不同模型实验超参数 

模型 训练轮次 学习率 批量大小 切片大小 参数数量 

CNN-7 50 0.01 5120 8 × 8 × 12 1.16M 

CNN-12 50 0.01 5120 8 × 8 × 12 9.96M 

ResNet-34 30 0.01 96 64 × 64 × 64 21.31M 

Unbalance 60 0.01 2 192 × 256 × 64 48.75M 

4.2.2 动脉自旋标记图像合成结果 

   

 

图 4.7 基于 AD（上左）、MCI（上右）和 NCI（下）示例患者合成的 ASL 图像及其差分

图像。每个子图第 I 列显示合成（或真实）的 ASL 图像，第 II 列显示相应的差分图像；第

I 列第 1 行是真实 ASL 图像，第 I 列第 2 至 5 行分别对应 Unbalance、ResNet-34、CNN-7

和 CNN12 合成的 ASL 图像。 
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图 4.7 的 3 个子图分别展示了所有模型基于 AD、MCI 和 NCI 示例患者的

sMRI 图像合成的 ASL 图像和相应的差分图像。每个子图有两列，具体来说，第

I 列显示合成（或真实）的 ASL 图像，而第 II 列显示相应的差分图像，即第 I 列

图像与真实 ASL 图像（作为金标准）的差的绝对值。值得注意的是，每个子图

中第 I 列第 2 至 5 行的合成 ASL 图像（第 2 至 5 行分别对应于 Ours、ResNet-

34、CNN-7 和 CNN-12）是根据从 ASL 合成模型获得的合成 ASL 标记图像与合

成 ASL 控制图像之间的直接差异生成的。另外，为了准确地突出金标准和合成

ASL 图像之间的差异，在获得第 II 列中的差分图像之前，需要对合成 ASL 控制

（或标记）图像进行一些预处理，包括脑提取、ASL 模态内配准、ASL-MRI 模

态间配准。 

可以看出，第 I 行的第 2 列，即真实 ASL 图像的差分图像属于理想情形，

因为从真实ASL图像减去其自身肯定不存在差异。从第 2行到第 5 行可以看出，

提出的 Unbalance 获得了最好的性能，因为它在所有 ASL 合成模型中获得了最

小的差异。此外，尽管 ResNet-34 的差异图像比 Unbalance 更明显，但 ResNet-

34 易于产生一些可接受的合理的 ASL 图像合成结果。与此不同的是，CNN-7 和

CNN-12 的差异图像非常明显，表明其合成性能较差。这是由于 CNN-7 和 CNN-

12 的结构相对简单，使得其泛化性能远低于其他复杂的模型，并且从 sMRI 图像

合成 ASL 图像的性能也不令人满意。 

4.2.3 基于区域和基于像素的部分容积效应校正 

由于没有对数据集中真实 ASL 图像进行部分容积效应（Partial Volume Effect，

PVE）校正预处理，因此这里可以对合成 ASL 图像进行 PVE 校正来定性评估不

同合成 ASL 图像的质量。具体来说，在对真实或合成的 ASL 图像进行 PVE 校

正后，其 ASL 信号会增加，进而脑血流量（Cerebral Blood Flow，CBF）会增加，

使得 CBF 更接近实际值。由于合成的 ASL 图像相比于真实 ASL 图像在精细结

构上有所损失，因此合成的 ASL 图像经过 PVE 校正后得到的 CBF 比真实 ASL

图像经过 PVE 校正后得到的 CBF 要低，且差距越大，对应合成模型生成的 ASL

图像信号损失越多（即质量越差）。在此基础上，将真实的 ASL 图像进行 PVE

校正后获得的 CBF 定为金标准。并用合成的 ASL 图像经过 PVE 校正后的 CBF

与金标准的差距来评判对应合成模型的性能。本文利用论文[110]中已知的动力学

函数对基于 ASL 信号的 CBF 进行量化。 
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PVE 校正问题可以用数学方法描述如下[111,112]。 

𝑀𝑐 = 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐶 + 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐶 + 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐶 (4.3) 

𝑀𝐿 = 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐿 + 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐿 + 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐿 (4.4) 

其中，𝑀𝑐和𝑀𝐿分别表示通过实际扫描获得的 ASL 控制和标记图像上像素𝑖的磁

化强度；𝑃𝐺𝑀、𝑃𝑊𝑀和𝑃𝐶𝑆𝐹分别是像素𝑖处灰质、白质和脑脊液的组织体积分数，

在对灰质、白质和脑脊液组织进行分割后已知。此外，𝑀𝐺𝑀
𝐶 、𝑀𝑊𝑀

𝐶 、𝑀𝐶𝑆𝐹
𝐶 、𝑀𝐺𝑀

𝐿 、

𝑀𝑊𝑀
𝐿 和𝑀𝐶𝑆𝐹

𝐿 是未知的，其中𝑀表示磁化强度，上标中的𝐶和𝐿分别表示 ASL 控制

和标记图像，下标中的𝐺𝑀、𝑊𝑀和𝐶𝑆𝐹分别表示灰质、白质和脑脊液。由于𝑀𝐶𝑆𝐹
𝐶

和𝑀𝐶𝑆𝐹
𝐿 在临床研究中通常被认为是等价的[111,112]，因此公式(4.3)和(4.4)实际上是

一个具有 5 个未知数的不定方程组。 

（1）基于区域的 PVE 校正： 

为了解决上述问题，论文[111]和[112]中提出了传统的基于区域的 PVE 校正

方法，主要遵循经典的线性回归思想：(𝑃𝑇𝑃)−1𝑃𝑇𝑀，其中𝑃的大小为𝑛2 × 3，𝑛2

行对应于从像素𝑖的𝑛 × 𝑛邻域获得的𝑛2个像素，3 列对应于获得的𝑛2个像素的

𝑃𝐺𝑀、𝑃𝑊𝑀和𝑃𝐶𝑆𝐹值；𝑀表示以𝑛2个像素的𝑀𝑐和𝑀𝐿值为两列的𝑛2 × 2矩阵；𝑇和−1

分别表示矩阵的转置和逆。 

  

图 4.8 进行基于区域的 PVE 校正后所有真实或合成 ASL 图像的 CBF 箱状图（左：5 × 5

邻域，右：15 × 15邻域） 

图 4.8 展示了经过传统的基于区域的 PVE 校正后所有真实或合成 ASL 图像

的 CBF 箱状图，其中校正区域包括5 × 5邻域和15 × 15邻域（即较小和较大的邻

域）。可以观察到，在完成基于区域的 PVE 校正后，Unbalance 获得的合成 ASL

图像能够提供最接近金标准的 CBF。有趣的是，当 ASL 合成模型在结构上变得
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更加深层和复杂（即 CNN-7→CNN-12→ResNet-34→Unbalance）时，合成的 ASL

图像的 CBF 变得越来越接近金标准。这表明随着模型泛化能力的增强，合成的

ASL 图像将越来越接近真实的 ASL 图像。 

除了图 4.8 中的箱状图外，还从统计学角度进行了更加详细的定量分析，包

括单因素方差分析（Analysis of Variance，ANOVA）和多重对比检验。具体来说，

在单因素方差分析中，将所有 ASL 合成模型得到的 CBF 均值进行比较。提出检

验假设𝐻0：不同模型的 CBF 均值是相等的；备择假设𝐻1：至少一种模型的 CBF

均值与其他模型的 CBF 均值不同。这里用𝑝值作为指标来检验𝐻0是否成立，计

算表明𝑝值为 0，结论为水准显著，拒绝𝐻0接受𝐻1。因此，下一步是通过多重对

比检验进行更详细的成对比较。表 4.2 描述了多重对比检验的详细结果。 

表 4.2 进行基于区域 PVE 校正后的多重对比检验 

方法 I 方法 II 
5 × 5邻域 15 × 15邻域 

单值 区间 单值 区间 

Unbalance 

ResNet-34 7.7312 [6.4651, 8.9973] 8.0899 [6.1433, 10.0364] 

CNN-12 11.6773 [10.4112, 12.9433] 12.8932 [10.9466, 14.8397] 

CNN-7 18.9522 [17.6861, 20.2183] 19.5714 [17.6248, 21.5179] 

表 4.2 中的每一行表示 Unbalance 和另一个 ASL 合成模型之间的对比检验。

在每个对比检验中有两种类型的估计。第一种是单值估计，使用 Unbalance 的

CBF 与对比的 ASL 合成模型的 CBF 的差的均值来估计之间的差异。第二种是

具有 95%置信区间的区间估计，从统计角度来看，该区间估计可能包括单值估计

结果。从表 4.2 可以总结出，所有单值估计以及所有 95%置信区间的上下界均为

正值。这是一个很强的统计指标，表明在完成基于5 × 5邻域或基于15 × 15邻域

的 PVE 校正后，Unbalance 优于其他对比的 ASL 合成模型。因此，表 4.2 可以

从定量分析的角度表明 Unbalance 的优势。 

（2）基于像素的 PVE 校正： 

除了基于区域的 PVE 校正外，实验还复现了另一种基于像素的 PVE 校正方

法[113]。基于像素的 PVE 校正方法描述如下。公式(4.3)和(4.4)可重新表述为两

个基于最小二乘法的等式约束优化问题。 

arg min∑‖𝑀𝐶,𝑗 − 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐶 − 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐶 − 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐶 ‖

2
𝑁

𝑗=1

满足𝑀𝐶𝑆𝐹
𝐶 ≥ 𝑀𝐺𝑀

𝐶 ≥ 𝑀𝑊𝑀
𝐶 (4.5)
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arg min∑‖Δ𝑀𝑗 − 𝑃𝐺𝑀 ∙ Δ𝑀𝐺𝑀 − 𝑃𝑊𝑀 ∙ Δ𝑀𝑊𝑀‖
2

𝑁

𝑗=1

 

满足
Δ𝑀𝐺𝑀

𝑀𝐺𝑀
𝐶 ≥

Δ𝑀𝑊𝑀

𝑀𝑊𝑀
𝐶

(4.6) 

其中，公式(4.5)和(4.6)中使用的约束来源于对 ASL 图像的临床理解[111]；Δ𝑀 =

𝑀𝐶 −𝑀𝐿；𝑗表示每位患者的 ASL 图像的数量。需要注意的是，𝑗的最大值是𝑁，

这可以通过对真实 ASL 图像的重复扫描和对合成 ASL 图像添加小扰动来实现。

公式(4.5)和(4.6)可以按照分裂 Bregman 迭代算法[114]进一步求解，以便于将其中

的多变量约束优化问题在表 4.3 的迭代过程中转化为从步骤 1 到步骤 5 的一系列

单变量无约束优化问题。 

表 4.3 基于像素的 ASL 图像 PVE 校正步骤 

输入 𝑃𝐺𝑀, 𝑃𝑊𝑀, 𝑃𝐶𝑆𝐹, 𝑀𝐶,𝑖 , Δ𝑀𝑖   (𝑖 = 1,⋯ ,𝑁) 

循环 1 循环变量𝑘 

步骤 1 𝑀𝐺𝑀
𝐶,𝑘 = min

𝑀𝐺𝑀
𝐶
∑

‖𝑀𝐶,𝑖 − 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐶 − 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐶,𝑘−1 − 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐶,𝑘−1‖

2

+𝜆1(𝑀𝐶𝑆𝐹
𝐶,𝑘−1 −𝑀𝐺𝑀

𝐶 ) + 𝜆3(𝑀𝐺𝑀
𝐶 −𝑀𝑊𝑀

𝐶,𝑘−1)

𝑁

𝑖=1
 

步骤 2 𝑀𝑊𝑀
𝐶,𝑘 = min

𝑀𝑊𝑀
𝐶
∑

‖𝑀𝐶,𝑖 − 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐶,𝑘−1 − 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐶 − 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐶,𝑘−1‖

2

+𝜆2(𝑀𝐶𝑆𝐹
𝐶,𝑘−1 −𝑀𝑊𝑀

𝐶 ) + 𝜆3(𝑀𝐺𝑀
𝐶.𝑘−1 −𝑀𝑊𝑀

𝐶 )

𝑁

𝑖=1
 

步骤 3 𝑀𝐶𝑆𝐹
𝐶,𝑘 = min

𝑀𝐶𝑆𝐹
𝐶
∑

‖𝑀𝐶,𝑖 − 𝑃𝐺𝑀 ∙ 𝑀𝐺𝑀
𝐶,𝑘−1 − 𝑃𝑊𝑀 ∙ 𝑀𝑊𝑀

𝐶,𝑘−1 − 𝑃𝐶𝑆𝐹 ∙ 𝑀𝐶𝑆𝐹
𝐶 ‖

2

+𝜆1(𝑀𝐶𝑆𝐹
𝐶 −𝑀𝐺𝑀

𝐶,𝑘−1) + 𝜆2(𝑀𝐶𝑆𝐹
𝐶 −𝑀𝑊𝑀

𝐶,𝑘−1)

𝑁

𝑖=1
 

终止条件 ‖𝑀𝐺𝑀
𝐶,𝑘+1 −𝑀𝐺𝑀

𝐶,𝑘‖
max

≤ 𝑡𝑜𝑙1 

输出 1 𝑀𝐺𝑀
𝐶 , 𝑀𝑊𝑀

𝐶 ,𝑀𝐶𝑆𝐹
𝐶  

循环 2 循环变量𝑙 

步骤 4 Δ𝑀𝐺𝑀
𝑙 = min

𝛥𝑀𝐺𝑀

∑

‖Δ𝑀𝑖 − 𝑃𝐺𝑀 ∙ Δ𝑀𝐺𝑀 − 𝑃𝑊𝑀 ∙ Δ𝑀𝑊𝑀
𝑙−1‖

2

+𝜆4 (
Δ𝑀𝐺𝑀

𝑀𝐺𝑀
𝐶 ≥

Δ𝑀𝑊𝑀
𝑙−1

𝑀𝑊𝑀
𝐶 )

𝑁

𝑖=1
 

步骤 5 Δ𝑀𝑊𝑀
𝑙 = min

𝛥𝑀𝑊𝑀

∑

‖Δ𝑀𝑖 − 𝑃𝐺𝑀 ∙ Δ𝑀𝐺𝑀
𝑙−1 − 𝑃𝑊𝑀 ∙ Δ𝑀𝑊𝑀‖

2

+𝜆4 (
Δ𝑀𝐺𝑀

𝑙−1

𝑀𝐺𝑀
𝐶 ≥

Δ𝑀𝑊𝑀

𝑀𝑊𝑀
𝐶 )

𝑁

𝑖=1
 

终止条件 ‖Δ𝑀𝐺𝑀
𝑙+1 − Δ𝑀𝐺𝑀

𝑙 ‖ ≤ 𝑡𝑜𝑙2 

输出 2 Δ𝑀𝐺𝑀, Δ𝑀𝑊𝑀 

基于区域和基于像素的 PVE 校正之间的主要区别在于，基于区域的 PVE 校

正依赖从相邻像素获取的额外空间信息，而基于像素的 PVE 校正仅依赖于每个
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像素自身。对于真实的 ASL 图像，复现基于像素的 PVE 校正的关键是在获取真

实的 ASL 图像时采用重复扫描协议，从而在每个像素中加入额外的时间信息来

进行 PVE 校正。然而，对于合成的 ASL 图像，将每位患者的真实的 sMRI 图像

输入 ASL 合成模型后，仅能获得一个合成的 ASL 图像。因此，合成的 ASL 图

像不能获得额外的时间信息，进行基于像素的 PVE 校正更具挑战性。 

为了解决上述难题，本实验在真实的 sMRI 图像中加入满足 Gaussian 分布

（𝜇 = 5, 𝜎 = 2）的随机噪声，以增加微小的扰动。需要指出的是，这里选择特定

Gaussian分布的目的在于，使得 sMRI 图像只有1~3%的扰动，即不具有明显的

变化。这样可为每位患者生成多个不同的 sMRI 图像，将其输入 ASL 合成模型

则可获得多个不同的合成 ASL 图像。值得指出的是，添加微小的扰动也有助于

增强 ASL 合成模型的稳健性。本实验中每位患者生成 12 个不同的 sMRI 图像。 

 

图 4.9 进行基于像素的 PVE 校正后所有真实或合成 ASL 图像的 CBF 箱状图 

表 4.4 进行基于像素 PVE 校正后的多重对比检验 

方法 I 方法 II 单值 区间 

Unbalance 

ResNet-34 5.3703 [4.8586, 5.8820] 

CNN-12 8.8434 [8.3317, 9.3552] 

CNN-7 11.1669 [10.6552, 11.6787] 

图 4.9 描绘了在完成基于像素的 PVE 校正后，根据真实或合成 ASL 图像计

算的 CBF 箱状图。可以观察到，Unbalance 仍然是最接近金标准的，这与应用基

于区域的 PVE 校正相似。更详细的定量分析也可以通过表 4.4 中的多重对比检
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验来体现。从统计学的角度可以看到，对比检验中单值估计和 95%置信区间的上

下界都为正表明，在进行基于像素的 PVE 校正之后 Unbalance 的优越性。此外，

图 4.10 比较了本实验中 AD、MCI 和 NCI 示例患者的 PVE 校正结果。可以看

出，使用基于区域的 PVE 校正后，在校正结果中无法观察到更多的脑细节，而

使用基于像素的 PVE 校正后，可以识别出更多更清晰的脑细节。 

  

 

图 4.10 基于 AD（上左）、MCI（上右）和 NCI（下）示例患者的 PVE 校正结果。每个子

图第 I 列显示基于像素的 PVE 校正后的𝑀𝐺𝑀
𝐶 ，第 II 列显示基于5 × 5邻域的 PVE 校正后的

𝑀𝐺𝑀
𝐶 ，第 III 列显示进行 PVE 校正之前的 ASL 控制图像；第 1 至 4 行分别对应

Unbalance、ResNet-34、CNN-7 和 CNN12。 

4.2.4 多模态联合老年痴呆症诊断 

在应用基于像素的 PVE 校正后，联合合成的 ASL 图像和对应的真实的 sMRI

图像进行基于多模态 MRI 图像的老年痴呆症诊断，目的在于对数据集中老年痴

呆症的不同程度（即 AD、MCI 和 NCI）进行分类，进而对不同 ASL 合成模型

辅助老年痴呆症诊断的有效性进行评价。为了全面评价上述有效性，共复现了 7

种不同的诊断工具，其中 4 种是基于浅层学习的模型，包括线性回归（Linear 

Regression，LR）、支持向量回归（Support Vector Regression，SVR）[115]、多类别

支持向量机（Support Vector Machine，SVM）[98]和支持向量排序（Support Vector 

Ranking，Ranking）[47]，另外 3 种是基于深度学习的模型，包括 2 层卷积网络

（CNN-2）、20 层卷积网络（CNN-20）和 56 层残差网络（ResNet-56）。因此，

由不同 ASL 合成模型合成的 ASL 图像是否有利于老年痴呆症的诊断，以及能在

多大程度上提高老年痴呆症诊断准确率，将由这些基于浅层学习或基于深度学
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习的诊断工具进行综合评价。 

7 种诊断工具的复现细节如下。对于 SVR、SVM 和 Ranking，使用著名的

SVM-Light 工具箱[116]复现，并且采用径向基函数（Radial Basis Function，RBF）

作为核，其中 Gaussian宽度通过半径边界法[117]学习。对于 CNN-2、CNN-20 和

ResNet-56，图 4.11 展示了模型结构的细节。从中可以观察到，这些基于深度学

习的工具采用双通道输入。具体来说，一个通道用于输入 sMRI 图像，另一个通

道用于输入真实或合成的 ASL 图像。需要指出的是，当 sMRI 和 ASL 图像都需

要输入时（联合多模态），两个通道都存在；当只需要输入 sMRI 图像时（对比

单模态），只有用于输入 sMRI 图像的通道存在。 

 

图 4.11 诊断工具 CNN-2（左）、CNN-20（中）和 ResNet-56（右）的结构 
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表 4.5 展示了基于 5 倍交叉验证策略下联合 sMRI 图像和真实或合成的 ASL

图像进行多模态老年痴呆症诊断的准确率。从表 4.5 可以总结出，当仅使用单模

态的 sMRI 图像进行诊断时，平均准确率为51.20%（作为参考值）。同时可以看

到，联合 sMRI 图像和真实的 ASL 图像进行诊断时，平均准确率达到最高的

66.14%（作为金标准），相对于参考值的提升为+14.94%。不同的是，将通过CNN-

7 和 CNN-12 合成的 ASL 图像与 sMRI 图像联合进行诊断时，由于 CNN-7 和

CNN-12 合成的 ASL 图像不是那么准确可靠，因此其诊断平均准确率处于比参

考值低的水平（CNN-7 的30.89%、−20.31%和 CNN-12 的31.26%、−19.94%），

这个结论与之前实验的结论相符合。将通过 ResNet-34 和 Unbalance 合成的 ASL

图像与 sMRI 图像联合进行诊断时时，其诊断平均准确率高于参考值（ResNet-34

和 Unbalance 分别为53.96%、+2.76%和62.48%、+11.28%）。值得一提的是，

联合 Unbalance 合成的 ASL 图像与 sMRI 图像进行诊断的平均准确率最接近金

标准。因此，新提出的 Unbalance 所获得的合成 ASL 图像在老年痴呆症诊断中

的有效性可以得到证实。 

表 4.5 联合 sMRI 图像和真实或合成的 ASL 图像进行多模态老年痴呆症诊断准确率统计 

诊断工具 sMRI 
sMRI +  

CNN-7 合成的 ASL 

sMRI +  

CNN-12 合成的 ASL 

LR 35.78 ± 7.93% 23.23 ± 2.57% 28.55 ± 3.24% 

SVR 49.35 ± 10.03% 27.75 ± 4.32% 31.26 ± 0.83% 

SVM 53.25 ± 5.74% 30.05 ± 9.89% 28.91 ± 8.64% 

Ranking 51.27 ± 8.66% 29.91 ± 4.30% 30.55 ± 6.78% 

CNN-2 39.78 ± 4.39% 25.78 ± 6.39% 23.25 ± 2.93% 

CNN-20 55.56 ± 7.23% 37.55 ± 4.23% 36.77 ± 10.08% 

ResNet-56 73.39 ± 9.81% 41.93 ± 10.32% 39.55 ± 2.74% 

平均 51.20%（参考值） 30.89%（−20.31%） 31.26%（−19.94%） 

诊断工具 
sMRI +  

ResNet-34 合成的 ASL 

sMRI +  

Unbalance 合成的 ASL 
sMRI + 真实 ASL 

LR 40.93 ± 5.11% 47.28 ± 5.32% 50.91 ± 3.94% 

SVR 51.23 ± 7.28% 59.35 ± 2.67% 63.87 ± 9.32% 

SVM 52.65 ± 2.33% 61.17 ± 5.05% 65.35 ± 8.66% 

Ranking 51.62 ± 4.69% 62.19 ± 6.23% 66.35 ± 10.02% 

CNN-2 43.29 ± 4.78% 54.92 ± 3.93% 57.86 ± 8.92% 

CNN-20 62.66 ± 8.53% 71.23 ± 5.25% 73.29 ± 7.72% 

ResNet-56 75.32 ± 10.27% 81.25 ± 4.23% 85.35 ± 10.10% 

平均 53.96%（+2.76%） 𝟔𝟐.𝟒𝟖%（+𝟏𝟏. 𝟐𝟖%） 66.14%（+14.94%） 

注：值𝜇 ± 𝜎表示基于 5 倍交叉验证的平均准确率及其标准差，括号中的值代表基于参考值

的提升或降低百分比。 
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4.3 本章小结 

针对老年痴呆症诊断中的结构性磁共振（sMRI）和动脉自旋标记（ASL）图

像进行医学图像合成非常具有实际意义。本章的主要贡献概括如下。首先，首次

尝试进行 ASL 图像的合成。其次，提出了一种新的基于非平衡结构的深度判别

学习模型（Unbalance），实现了基于 sMRI 图像的 ASL 图像合成。从技术上来

讲，在非平衡深度判别学习模型中引入了一种新的基于残差网络的子结构和三

种不同的子结构构造块（输入块、基础块和瓶颈块），以提高模型整体的泛化能

力。在广泛的实验和分析的基础上，验证了非平衡深度判别学习模型对于合成

ASL 图像的有效性。具体来说，在进行基于区域或基于像素的 PVE 校正后，非

平衡深度判别学习模型合成的 ASL 图像相比于其他模型合成的 ASL 图像与真

实 ASL 图像更加接近。此外，在包含 355 例真实患者的多模态 MRI 图像数据集

的基础上，将非平衡深度判别学习模型合成的 ASL 图像与真实的 sMRI 图像相

结合，可以显著提高老年痴呆症诊断的平均准确率。上述实验表明，基于深度残

差网络的创新性深度学习技术研究在医学图像合成问题上能取得较好的成果。
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第 5 章  基于 U 型网络和残差注意力机制的 UA 生成对抗

网络集成 

本章将详细阐述本研究中针对结构性磁共振（structural Magnetic Resonance 

Imaging，sMRI）和动脉自旋标记（Arterial Spin Labeling，ASL）图像进行双向

合成而提出的基于 U 型网络[31]和残差注意力机制的 UA 生成对抗网络（UA-GAN）

集成。该集成主要包括一个全局模块、多个局部模块和之后的融合模块。 

相比于单一模型，多模型集成能够结合多个模型以达到更好的合成性能，并

且性能表现也更加稳定，即泛化性能更好。在提出的 UA-GAN 集成中，不同局

部模块关注 sMRI 和 ASL 图像不同的局部区域，并且只专注于合成图像所关注

的区域，全局模块则合成整个图像，最终所有局部模块合成的图像区域经过融合

模块得到整个图像，与全局模块合成的整个图像进行残差融合得到最终的图像。

这样设计是基于残差的思想，同时体现了对于图像局部属性的关注，对于合成具

有丰富细节特点的医学图像来说是非常重要的。与此同时，首次提出了一种新颖

的基于 U 型网络和残差注意力机制的 UA 生成对抗网络（UA-GAN）作为 UA-

GAN 集成中的局部模块。值得注意的是，U 型网络和残差注意力机制的基本框

架可以认为是残差网络，因此上述创新性深度学习技术研究依然是基于深度残

差网络进行的。近年来，在计算机视觉中的目标检测和分割任务中，U 型网络和

注意力机制得到了广泛的应用并获得了瞩目的成绩，因此在构造局部模块时使

用了这些重要的视觉任务新思想。 

5.1 UA 生成对抗网络集成结构与理论推导 

5.1.1 全局和局部模块集成 

 

图 5.1 基于 U 型网络和残差注意力机制的 UA-GAN 集成的结构 
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图 5.1 展示了本研究中用于在 sMRI 和 ASL 图像之间进行双向合成的新提

出的基于 U 型网络和残差注意力机制的 UA-GAN 集成。可以注意到，UA-GAN

集成由一个全局模块、𝑀个局部模块和之后的融合模块构成，其中局部模块的数

量𝑀也对应于输入医学图像中感兴趣区域的数目。这样设计的主要动机是强调医

学图像的局部属性，因为局部属性被认为在合成高质量的医学图像中非常重要。 

实际上，每一个局部和全局模块都由特征部分（改进的 Glow 模型）和合成

部分（GAN 模型）构成。改进的 Glow 模型将输入的源图像局部（或全局）转换

成基于 Gaussian混合模型（Gaussian Mixture Model，GMM）的噪声；GAN 模

型使用生成的基于 GMM 的噪声合成对应的目标图像局部（或全局）。称之为噪

声而不是特征的目的在于强调转换后的特征具有各个维度之间相互独立（特征

解耦）[118]的特点，同时使用转换的噪声而不是直接使用源图像的目的在于特征

解耦有利于之后的合成部分更好地学习。这里有必要指出的是，原始 GAN 模型

[15]的生成器及其许多变体中输入的噪声通常遵循单一的 Gaussian 分布。但医学

图像中常见的异质性特征通过单一 Gaussian 分布不能很好地表征，因此仅仅使

用单一 Gaussian 分布的噪声来进行医学图像合成是非常具有挑战性的。在此前

提下，使用改进的 Glow 模型产生的基于 GMM 的噪声来代替传统的单一

Gaussian分布噪声输入之后的 GAN 模型。 

在局部和全局模块合成各自关注的区域后，将所有局部模块合成的局部区

域通过融合模块融合成整个合成图像。融合模块对于不同的局部区域有着可学

习权重，对于每个像素，融合过程可以表述为公式(5.1)。 

𝑥fusion
𝑖 =

∑ 𝑊𝑅
𝑖𝑥𝑅
𝑖

𝑖∈𝑅

∑ 𝑊𝑅
𝑖

𝑖∈𝑅

(5.1) 

其中𝑖为像素标号，𝑅为区域标号，𝑥fusion
𝑖 为合成的像素，𝑥𝑅

𝑖为输入的某个局部区

域内的像素，𝑊𝑅
𝑖为𝑥𝑅

𝑖对应的可学习权重。之后，将融合的整个图像与全局模块

合成的图像按照残差的思想相加，这样设计的目的在于将全局模块合成的图像

作为最终图像的轮廓，局部模块融合的图像则提供细节特征，这也符合全局和局

部模块的划分。最后经过一个残差块和 Tanh 激活函数，得到最终的合成图像。 

5.1.2 局部模块中的 U 型网络和残差注意力机制 

全局模块中的 GAN 模型具体为 WGAN-GP[119]，而局部模块中的 GAN 模型

具体为新提出的基于 U 型网络和残差注意力机制的 UA-GAN。使用不同 GAN
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的原因在于全局模块只需要学习整体的图像轮廓而不需要关注图像细节，而局

部模块则与之相反，更多地关注图像细节。UA-GAN 中生成器的结构如图 5.2 所

示，基于著名的 U 型网络[31]结构改进。基于 GMM 的噪声由左上角输入，合成

的图像局部（或全局）由右上角输出。经典的 U 型网络结构分为一个自顶向下

的路径（左边），一个自底向上的路径（右边）和中间的连接部分。UA-GAN 中

生成器使用U型网络结构的原因在于U型网络能够在不同尺度上进行特征学习，

这对于医学图像合成非常有利。值得注意的是，UA-GAN 生成器与经典的 U 型

网络[31]结构有所不同。第一，UA-GAN 生成器在自顶向下的路径中不同卷积块

之间加入跳层连接，整体作为深度残差网络，能够更好地对输入噪声进行学习。

第二，UA-GAN 生成器在中间的连接部分加入残差注意力模块，目的在于对学

习到的不同尺度特征使用注意力机制[16]进行增强。 

 

图 5.2 UA-GAN 中生成器的结构 

残差注意力模块的结构如图 5.3 所示，是在注意力残差学习块（ARL）[120]

的基础上加入了额外的注意力（heatmap）分支构成。从图 37 可以看到，主（trunk）

分支进行特征学习，注意力分支学习注意力热点图，还有残差（identity）分支加

入跳层连接[12]。对于主分支，可以认为学习到的特征包含注意力信息，因此将主
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分支的输出计算 Sigmoid 激活函数后加入注意力分支中，共同学习热点图。值得

注意的是，注意力分支中使用 Tanh 激活函数的目的在于热点图有正有负使得对

于特征既有增强也有减弱，而主分支学习注意力热点图使用 Sigmoid 激活函数的

目的在于对注意力分支有正有负的热点图产生偏置，更偏向正值，使得最终对于

特征增强多于减弱。将最终的热点图与残差分支的输出相乘再加入主分支作为

注意力机制的输出，这正是注意力机制[16]的基础。最终注意力机制的输出加上残

差分支的输出作为残差注意力模块的输出，用公式可以表述如下。 

𝑥attention = (1 + 𝑥mask) ∙ 𝑥identity + 𝑥trunk (5.2) 

其中𝑥mask =
1

2
(Sigmoid(𝑥trunk)+Tanh(𝑥heatmap))。 

 

图 5.3 残差注意力模块的结构 

5.1.3 基于 Gaussian 混合模型的噪声生成 

Glow 模型[20]是一个“基于流”的生成模型，它只生成遵循一个 Gaussian分

布的噪声。在这一部分中，将提出一个改进的 Glow 模型来产生基于 Gaussian混

合模型（Gaussian Mixture Model，GMM）的噪声。改进后的 Glow 模型的技术

细节如下。假设源图像集𝑋由𝑛张图像组成：𝑋 = {𝑥𝑖|𝑖 = 1,2,⋯ , 𝑛}，𝑥对应的噪声

（潜在特征）表示为𝑧。假设包含所有噪声的空间𝑍遵循含𝐾个分量的 GMM，则

噪声𝑧的概率密度函数可以用公式(5.3)来描述。 

𝑝(𝑧) =∑𝜏𝑗𝑝(𝑧𝑗)

𝐾

𝑗=1

=∑𝜏𝑗𝒩(𝑧𝑗|𝜇𝑗, 𝛴𝑗)

𝐾

𝑗=1

(5.3) 
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其中，𝑧𝑗为满足 GMM 中第𝑗个 Gaussian分布𝒩(𝜇𝑗 , 𝛴𝑗)的噪声；𝜏𝑗为 GMM 中第𝑗

个 Gaussian 分布的权重，满足归一化约束∑ 𝜏𝑗
𝐾
𝑗=1 = 1；𝑑表示图像的像素数量。 

对于源图像𝑥和满足含𝐾个分量的 GMM 的噪声𝑧之间的转换，由𝐾对双射函

数{𝐹𝑗/𝐺𝑗: 𝑥 ↔ 𝑧𝑗}提供。𝐾对双射函数可以用公式(5.4)表示。 

{
𝑥 = 𝐺𝑗(𝑧𝑗)

𝑧𝑗 = 𝐹𝑗(𝑥)
,   𝑗 = 1,2, . . . , 𝐾 (5.4) 

假设由𝑧𝑗导出𝑥的条件概率𝑝(𝑥|𝑧𝑗)遵循 Dirac 分布𝛿 (𝑥 − 𝐺𝑗(𝑧𝑗))，则可以推

出源图像集𝑋遵循的分布𝑝(𝑥)，如公式(5.5)所示。 

𝑝(𝑥) = ∫∑𝜏𝑗𝑝(𝑧𝑗)𝑝(𝑥|𝑧𝑗)𝑑𝑧𝑗

𝐾

𝑗=1

 

= ∫∑𝜏𝑗𝑝(𝑧𝑗)𝛿 (𝑥 − 𝐺𝑗(𝑧𝑗)) 𝑑𝑧𝑗

𝐾

𝑗=1

 

=∑𝜏𝑗𝑝 (𝐹𝑗(𝑥))

𝐾

𝑗=1

|det (
𝜕𝐹𝑗

𝜕𝑥
)| 

=∑𝜏𝑗𝒩(𝐹𝑗(𝑥)|𝜇𝑗, 𝛴𝑗)

𝐾

𝑗=1

|det (
𝜕𝐹𝑗

𝜕𝑥
)| (5.5) 

其中|det(∙)|表示 Jacobian行列式。公式(5.5)给出了源图像𝑥的分布与基于 GMM

的噪声𝑧的分布之间的关系，即改进 Glow 模型的理论公式。对公式(5.5)进行最

大似然估计就可以得到最优的改进 Glow 模型来产生对应于源图像集𝑋的基于

GMM 的噪声。 

5.1.4 UA 生成对抗网络集成优化流程 

整个 UA-GAN 集成的优化流程是一个不断迭代的过程。具体来说，为了求

解改进 Glow 模型的所有参数，即公式(5.5)中的未知量(𝜏𝑗 , 𝜇𝑗 , 𝛴𝑗 , 𝐹𝑗)，需要对公

式(5.5)进行最大似然估计。由于𝐹𝑗代表 Glow 模型，因此可以与 UA-GAN 集成

的其他部分一起通过常用的反向传播（Back Propagation，BP）算法[96]学习。与

此同时，𝜏𝑗与(𝜇𝑗, 𝛴𝑗)具有隐性相关的关系，并且对于确定的源图像𝑥对应的特征

应当遵循哪个 Gaussian 分布是未知的，因此可以考虑使用期望最大化

（Expectation Maximization，EM）算法[121]求解。整体上通过 BP 算法和 EM 算

法不断依次迭代以优化整个模型。 

在训练的每个轮次中，首先使用 BP 算法对整个模型进行端到端优化以更新
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模型参数，其目标函数如下所示。 

min
G

max
Glow,D

(𝛼Global𝔼Glow
Global + 𝛽Global𝔼GAN

Global) +

∑(𝛼𝑅𝔼Glow
𝑅 + 𝛽𝑅𝔼GAN

𝑅 + 𝛾𝑅𝔼Atten
𝑅 )

𝑅

+ 𝛾𝐹𝔼Fusion
(5.6) 

其中𝑅代表𝑀个局部模型，Global 代表全局模型，另外𝛼Global、𝛽Global、𝛼𝑅、𝛽𝑅、

𝛾𝑅和𝛾𝐹分别是全局模型中改进 Glow 模型、全局模型中 GAN 模型、局部模型中

改进 Glow 模型、局部模型中 GAN 模型、注意力模块和融合模块的权重。 

公式(5.6)中的𝔼Glow（𝔼Glow
Global和𝔼Glow

𝑅 ）表示 Glow 模块的能量函数，如公式

(5.7)所示。 

𝔼Glow = 𝔼𝑥~ℙ𝑋 [∑𝜏𝑗𝒩(𝐹𝑗(𝑥)|𝜇𝑗, 𝛴𝑗)

𝐾

𝑗=1

|det (
𝜕𝐹𝑗

𝜕𝑥
)|] (5.7) 

其中，𝑥是满足分布ℙ𝑋的源图像集𝑋中的图像。值得注意的是，公式(5.7)中的𝐹𝑗、

𝜏𝑗、𝜇𝑗和𝛴𝑗对于不同的局部和全局模块是不同的。另外，GMM 中 Gaussian分布

的参数(𝜏𝑗 , 𝜇𝑗 , 𝛴𝑗)初始化为(1 𝑅⁄ , 0, 𝕀)，并在之后的 EM 算法中更新。 

公式(5.6)中的𝔼GAN（𝔼GAN
Global和𝔼GAN

𝑅 ）表示 GAN 模块的能量函数，如公式

(5.8)所示。 

𝔼GAN = 𝔼𝑦~ℙ𝑌[D(𝑦)] − 𝔼𝑥~ℙ𝑋[D(G(Glow(𝑥))] − 𝜉𝔼𝑦̂~ℙ𝑌̂ [(‖∇𝑦̂D(𝑦̂)‖2 − 1)
2

] (5.8) 

其中𝑥是满足分布ℙ𝑋的源图像集𝑋中的图像，𝑦是满足分布ℙ𝑌的目标图像集𝑌中的

图像，𝑦̂是在真实目标图像和合成目标图像之间进行随机采样的图像，即𝑦̂ = 𝜖𝑦 +

(1 − 𝜖)D(G(Glow(𝑥))且𝜖 ∈ [0,1]，满足分布ℙ𝑋̂。值得注意的是，公式(5.8)中的D、

G和Glow对于不同的局部和全局模块是不同的。上述公式使用 WGAN-GP[119]提

出的包含梯度惩罚项的目标函数而不是原始 GAN[15]的目标函数，原因在于

WGAN-GP能够有效地处理原始GAN中经常出现的梯度消失的难题，且WGAN-

GP 也优于最近流行的使用权重裁剪的 WGAN[122]。 

公式(5.6)中的𝔼Atten
𝑅 和𝔼Fusion分别表示注意力模块和融合模块的能量函数，

如公式(5.9)和(5.10)所示。 

𝔼Atten =∑𝔼ℎ𝑙~ℙ𝐻𝑙 ,𝑦𝑙~ℙ𝑌𝑙
[‖ℎ𝑙 − 𝑦𝑙‖S1]

𝑙

(5.9) 

𝔼Fusion = 𝔼𝑓~ℙ𝐹,𝑦~ℙ𝑌[‖𝑓 − 𝑦‖S1] (5.10) 

其中，𝑙代表 UA-GAN 生成器中第𝑙层的残差注意力模块；ℎ𝑙为第𝑙层的残差注意

力模块的输出，满足分布ℙ𝐻𝑙；𝑦为目标图像集𝑌中的图像；𝑦𝑙为𝑦经过下采样后的
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图像，尺寸与ℎ𝑙相同；𝑓为融合模块输出的图像，满足分布ℙ𝐹；‖∙‖S1为平滑L1函

数。 

在使用 BP 算法更新模型参数后，对于还未更新的 GMM 中的未知量

(𝜏𝑗 , 𝜇𝑗, 𝛴𝑗)，将使用 EM 算法更新。设𝜃 = (𝜏𝑗 , 𝜇𝑗 , 𝛴𝑗)为 EM 算法求解的未知参数。

令𝑠𝑖代表潜在变量，即源图像𝑥𝑖遵循第𝑠𝑖个 Gaussian分布，设𝑆代表𝑠𝑖所在的潜在

空间，则完全数据的似然函数如公式(5.11)所示。 

L(𝜃; 𝑋, 𝑆) = 𝑝(𝑋, 𝑆|𝜃) =∏∏(𝜏𝑗𝒩(𝐹𝑗(𝑥𝑖)|𝜇𝑗, 𝛴𝑗) |det (
𝜕𝐹𝑗

𝜕𝑥𝑖
)|)

𝕀(𝑠𝑖=𝑗)𝐾

𝑗=1

𝑛

𝑖=1

(5.11) 

其中𝕀(𝑠𝑖 = 𝑗)表示指示函数，即若𝑠𝑖等于𝑗则输出 1，否则输出 0。 

给定当前第𝑡次迭代对于参数𝜃的估计𝜃𝑡，则𝑆𝑖的条件概率由 Bayes定理确定

为由𝜏𝑗加权的 Gaussian分布占比，如公式(5.12)所示。 

𝑇𝑗,𝑖
𝑡 = 𝑝(𝑆𝑖 = 𝑗|𝑋𝑖 = 𝑥𝑖 , 𝜃

𝑡) =
𝜏𝑗𝒩(𝐹𝑗(𝑥𝑖)|𝜇𝑗, 𝛴𝑗) |det (

𝜕𝐹𝑗
𝜕𝑥𝑖

)|

∑ 𝜏𝑗𝒩(𝐹𝑗(𝑥𝑖)|𝜇𝑗 , 𝛴𝑗) |det (
𝜕𝐹𝑗
𝜕𝑥𝑖

)|𝐾
𝑗=1

(5.12) 

则可以导出 EM 算法中 E 步骤所需要的𝑄函数，即完全数据的对数似然函数

log L(𝜃; 𝑋, 𝑆)关于在给定观测数据𝑋和当前参数𝜃𝑡下对潜在数据𝑆的条件概率分

布的期望，如公式(5.13)所示。 

𝑄(𝜃|𝜃𝑡) = 𝔼𝑆|𝑋,𝜃𝑡[log L(𝜃; 𝑋, 𝑆)] = ∑∑𝑇𝑗,𝑖
𝑡 log L(𝜃; 𝑥𝑖 , 𝑠𝑖)

𝐾

𝑗=1

𝑛

𝑖=1

(5.13) 

之后是 M 步骤，求使𝑄(𝜃|𝜃𝑡)极大化的𝜃作为第𝑡 + 1次迭代的参数估计值𝜃𝑡+1，

即𝜃𝑡+1 = arg max
𝜃𝑡

𝑄(𝜃|𝜃𝑡)，可得(𝜏𝑗, 𝜇𝑗 , 𝛴𝑗)的更新策略，如方程组(5.14)所示。 

{
 
 
 
 

 
 
 
 𝜏𝑗

𝑡+1 =
1

𝑛
∑𝑇𝑗,𝑖

𝑡

𝑛

𝑖=1

𝜇𝑗
𝑡+1 =

∑ 𝑇𝑗,𝑖
𝑡 𝐹𝑗(𝑥𝑖)

𝑛
𝑖=1

∑ 𝑇𝑗,𝑖
𝑡𝑛

𝑖=1

𝛴𝑗
𝑡+1 =

∑ 𝑇𝑗,𝑖
𝑡 (𝐹𝑗(𝑥𝑖) − 𝜇𝑗

𝑡+1)𝑛
𝑖=1 (𝐹𝑗(𝑥𝑖) − 𝜇𝑗

𝑡+1)
𝑇

∑ 𝑇𝑗,𝑖
𝑡𝑛

𝑖=1

(5.14) 

最后，E 步骤和 M 步骤不断依次迭代，直到满足终止条件公式(5.15)，其中𝜀是

正的预设阈值。 

𝔼𝑆|𝑋,𝜃𝑡[log L(𝜃
𝑡; 𝑋, 𝑆)] ≤ 𝔼𝑆|𝑋,𝜃𝑡−1[log L(𝜃

𝑡−1; 𝑋, 𝑆)] + 𝜀 (5.15) 
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5.2 实验与分析 

5.2.1 数据集、预处理和实验设置 

本实验包含两个不同的数据集供实验评估之用。第一个数据集即第四章使

用的数据集，来源于南昌大学附属医院正在进行的一项基于老年痴呆人群的研

究。数据集共有 355 名患者，包括 38 名老年痴呆症（Alzheimer's Disease，AD）

患者、185 名轻度认知障碍（Mild Cognitive Impairment，MCI）患者和 132 名作

为正常对照组的非认知障碍（No Cognitive Impairment，NCI）患者。患者年龄为

70.56 ± 7.20岁，本实验获得所有患者的知情同意。与第四章不同的是，所有患

者的 sMRI 和 ASL 图像的空间分辨率一致设置为64 × 64 × 21。值得注意的是，

由于是使用同一个模型进行双向合成，因此 sMRI 和 ASL 图像必须具有相同的

空间分辨率。另外，对于 ASL 图像的合成也只能直接合成最终的 ASL 图像而不

是间接合成 ASL 控制和标记图像，因此必须在预处理中进行 PVE 校正，并且不

能通过 PVE 校正实验来进行定量评估。第二个数据集是 ADNI-1 数据集，它属

于著名的 Alzheimer 症（老年痴呆症）神经影像学倡议（Alzheimer's Disease 

Neuroimaging Initiative，ADNI）数据集家族[123]。由于在 ADNI-1 数据集中实现

了对 sMRI 图像的采集但是没有采集 ASL 图像，因此对于此数据集的主要任务

是基于第一个数据集学习的合成模型从已采集的 sMRI 图像合成未采集的 ASL

图像。目的是验证在 ADNI-1 数据集中联合以前不可用的 ASL 图像能够提高老

年痴呆症诊断的性能。值得注意的是，本实验并没有使用 ADNI-1 数据集中所有

患者的数据，而是根据第一个数据集的 sMRI 采集方式和患者年龄从中筛选部分

患者，以达到控制变量的目的，筛选后共包括 500 名患者，其中 AD 患者 90 名、

MCI 患者 223 名、作为对照组的 NCI 患者 187 名，患者年龄为77.46 ± 6.73岁。 

对于所有的原始 sMRI 图像，由于 ADNI-1 数据集中 sMRI 图像空间分辨率

不一致，所以首先将 ADNI-1 数据集中 sMRI 图像的空间分辨率调整为

64 × 64 × 21，与第一个数据集中 sMRI 图像分辨率相同。之后进行一系列预处

理，包括运动校正、脑提取（颅骨分离）、sMRI 图像和 ASL 图像独立的模式内

配准、sMRI 图像和 ASL 图像之间的模式间配准、灰质（Gray Matter，GM）/白

质（White Matter，WM）/脑脊液（Cerebro-Spinal Fluid，CSF）分割、对 ASL 图

像进行 PVE 校正等。这些预处理主要通过著名的 SPM（Statistical Parametric 

Mapping）[107]和 FSL（FMRIB Software Library）[108]工具箱实现。另外，对于老
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年痴呆症诊断实验，在上述所有预处理步骤的基础上，将 GM/WM/CSF 分割替

换为另一个更为详细的大脑分割，这个详细的大脑分割包括 8 个特定区域（即左

/右侧海马、左/右侧海马旁回、左/右侧基底核和左/右侧丘脑）的分割，在 Atlas 

116 的帮助下通过流行的 IBA-SPM 工具箱[124]实现。 

除了基于 U 型网络和残差注意力机制的 UA-GAN 集成，本实验同时复现了

其他 7 种不同的深度学习模型进行对比，包括 Glow+WGAN-GP（与图 5.1 中全

局模型相同但没有局部模型）、 Glow[20] 、 WGAN-GP[119] 、 LSGAN[125] 、

CycleGAN[126]、CNN 和 ResNet[12]。表 5.1 详细阐述了所有合成模型的复现细节，

每个模型的超参数设置是通过不断地跟踪损失以达到最佳的合成性能时所对应

的超参数设置。 

表 5.1 不同合成模型实验超参数 

模型 训练轮次 学习率 批量大小 参数数量 

CNN 200 0.0002 4 0.20M 

ResNet 200 0.0002 4 0.24M 

LSGAN 200 0.0002 4 0.51M 

CycleGAN 200 0.0002 4 28.55M 

WGAN-GP 200 0.0002 4 144.04M 

Glow 5000 0.0001 32 13.74M 

Glow+WGAN-GP 10000 0.0001 32 152.37M 

UA-GAN 集成 100 0.0001 16 224.79M 

 

图 5.4 在 sMRI 图像某平面上选择 8 个区域的示例（编号 1：全局；编号 2 至 9：局部区

域） 

很容易观察到，由于 UA-GAN 集成结构复杂，具有多个局部和全局模块，

因此包含了最多的参数（224.79M）。基于第一个数据集的实验，在 5 倍交叉验

证策略下进行统计评估，UA-GAN 集成的平均训练时间是每轮次 3 个小时。实
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验使用的深度学习平台为 Centos 7.4 操作系统下的 PyTorch 1.2.0[109]，主要配备

Intel Xeon Sliver 4110 CPU、128G RAM 和 Nvidia Titan V GPU。UA-GAN 集成中

的其他超参数包括：局部区域数量𝑀 = 8（图 5.4 给出了在 sMRI 图像某平面上

选择 8 个区域的示例），Gaussian混合模型中 Gaussian分布数量𝐾 = 3，公式(5.6)

中全局模型中改进 Glow 模型的权重𝛼Global = 1、全局模型中 GAN 模型的权重

𝛽Global = 1、局部模型中改进 Glow 模型的权重𝛼𝑅 = 5、局部模型中 GAN 模型的

权重𝛽𝑅 = 5、注意力模块的权重𝛾𝑅 = 0.05和融合模块的权重𝛾𝐹 = 0.05；公式

(5.8)GAN 模块能量函数中的梯度惩罚项的权重𝜉 = 10以及公式(5.15)EM 算法

终止条件中的阈值𝜀 = 0.1。所有这些超参数都是经过不断调试确定的，以便从

UA-GAN 集成中获得最佳的合成性能。 

5.2.2 结构性磁共振图像和动脉自旋标记图像的双向合成 

图 5.5 的 3 个子图分别展示了使用第一个数据集中 AD、MCI 和 NCI 示例患

者的 sMRI 图像通过所有模型合成的 ASL 图像及其对应的差分图像。每个子图

有两列，具体来说，第 I 列显示真实或合成的 ASL 图像，而第 II 列显示相应的

差分图像（即第 I 列的图像与真实 ASL 图像之间的差的绝对值）。从三幅子图中

可以看出，第 1 行真实 ASL（金标准）的差分图像为 0，在所有的合成 ASL 图

像当中，UA-GAN 集成合成的 ASL 图像相比于其他模型，与金标准的差异最小

（第 2 行第 2 列），即合成的 ASL 图像最接近真实 ASL 图像。对于 Glow+WGAN-

GP，由于没有像 UA-GAN 集成那样包含局部模型，因此其合成的 ASL 图像的

局部细节不太令人满意，其差异不可避免地更加明显（第 3 行第 2 列）。对于

Glow，其合成的 ASL 图像是根据仅遵循一个 Gaussian分布的噪声合成的，所以

特征表征的不足导致其生成的 ASL 图像信号分散（第 4 行第 1 列）。对于 WGAN

（第 5 行）、LSGAN（第 6 行）和 CycleGAN（第 7 行），合成的 ASL 图像与金

标准的差异图像相比于 UA-GAN 集成要明显得多。对于 ResNet（第 8 行）和

CNN（第 9 行），作为传统的深度学习模型，由于不太重视图像的局部细节，因

此合成的 ASL 图像也不尽如人意。 

图 5.6 的 3 个子图分别展示了使用第一个数据集中 AD、MCI 和 NCI 示例患

者的 ASL 图像通过所有模型合成的 sMRI 图像及其对应的差分图像。从中可以

看出，与从 sMRI 图像合成 ASL 图像相同的是，在所有对比模型中，新提出的

UA-GAN 集成合成的 sMRI 图像最接近金标准。 
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图 5.5 基于第一个数据集中 AD（上左）、MCI（上右）和 NCI（下）示例患者合成的 ASL

图像及其差分图像。每个子图第 I 列显示合成（或真实）的 ASL 图像，第 II 列显示相应的

差分图像；第 I 列第 1 行是真实 ASL 图像，第 I 列第 2 至 9 行分别对应 UA-GAN 集成、

Glow+WGAN-GP、Glow、WGAN-GP、LSGAN、CycleGAN、ResNet 和 CNN 合成的 ASL

图像。 
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图 5.6 基于第一个数据集中 AD（左）、MCI（中）和 NCI（右）示例患者合成的 sMRI 图

像及其差分图像。每个子图第 I 列显示合成（或真实）的 sMRI 图像，第 II 列显示相应的

差分图像；第 I 列第 1 行是真实 sMRI 图像，第 I 列第 2 至 9 行分别对应 UA-GAN 集成、

Glow+WGAN-GP、Glow、WGAN-GP、LSGAN、CycleGAN、ResNet 和 CNN 合成的

sMRI 图像。 
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5.2.3 多模态联合老年痴呆症诊断 

在这一部分，联合真实 sMRI 图像和合成 ASL 图像或联合合成 sMRI 图像

和真实 ASL 图像进行基于多模态 MRI 图像的老年痴呆症诊断，目的在于对本实

验第一个数据集中老年痴呆症的不同程度（即 AD、MCI、NCI）进行分类并同

时评价不同合成模型在老年痴呆症诊断中的有效性。为了全面评价上述有效性，

与第四章相同，共复现了 7 种诊断工具，包括 4 种基于浅层学习的模型：线性回

归（Linear Regression，LR）、支持向量回归（Support Vector Regression，SVR）

[115]、多类别支持向量机（Support Vector Machine，SVM）[98]和支持向量排序

（Support Vector Ranking，Ranking）[47]和 3 种基于深度学习的模型：2 层卷积网

络（CNN-2）、20 层卷积网络（CNN-20）和 56 层残差网络（ResNet-56）。与第

四章不同的是，本实验中基于浅层学习的模型，即 LR、SVR、SVM 和 Ranking，

从 sMRI 和 ASL 图像中提取高级临床医生建议的低层次人工特征。具体来说，

在 Atlas 116 的帮助下，通过流行的 IBA-SPM 工具箱[124]从实现配准的 sMRI 图

像和 ASL 图像中分割出 8 个区域（包括左/右侧海马、左/右侧海马旁回、左/右

侧基底核和左/右侧丘脑）。利用上述 8 个区域计算出的均值和标准差，为 sMRI

和 ASL 图像构造一个 16 维的低层特征。 

表 5.2 展示了在本实验的第一个数据集中，基于 5 倍交叉验证策略联合真实

sMRI 图像和对应的真实或合成的 ASL 图像进行多模态老年痴呆症诊断准确率

评估的统计数据。需要说明的是，表 5.2 中的𝜇 ± 𝜎表示 5 倍交叉验证的平均准

确率𝜇及其相应的标准差𝜎。其中只使用真实 sMRI 图像进行诊断的准确率被视

为基线，而同时使用真实 sMRI 和 ASL 图像进行诊断的准确率被视为金标准。

对于表 5.2 中最后两行的“平均”和“提升”，“平均”是指根据表 5.2 的每一列

（即每个单独的合成模型）获得的所有诊断准确率计算诊断平均准确率，“提升”

则表示每个诊断平均准确率相比于基线平均准确率的提升百分比，其计算公式

可以表述如下。 

提升 =
模型平均准确率−基线平均准确率

金标准平均准确率−基线平均准确率
× 100% (5.16) 

由表 5.2 可以看出，UA-GAN 集成合成的 ASL 图像能够提供最高的诊断准

确率提升，达到41.62%。由 Glow+WGAN-GP、Glow、WGAN-GP、LSGAN、

CycleGAN、CNN 和 ResNet 得到的老年痴呆症诊断准确率比 UA-GAN 集成低，

某些模型获得的准确率甚至低于基线。主要原因是这些对比模型合成的 ASL 图
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像质量不如 UA-GAN 集成，因此对于医学图像的高层次理解（即老年痴呆症诊

断）有非常不利的影响。另外值得指出的是，本实验与第四章的实验不能直接相

比，原因在于本实验中 sMRI 图像的分辨率与第四章的实验有所不同，另外本实

验对于基于浅层学习的诊断工具使用人工提取的特征而第四章的实验则是直接

输入图像。 

表 5.2 联合真实 sMRI 图像和真实或合成 ASL 图像进行多模态老年痴呆症诊断准确率统计 

诊断工具 sMRI 
sMRI + UA-GAN 集成

合成的 ASL 

sMRI + 

Glow + WGAN-GP 合

成的 ASL 

LR 87.78 ± 3.10% 91.14 ± 2.78% 88.71 ± 3.69% 

SVR 93.14 ± 2.77% 92.57 ± 2.96% 93.71 ± 3.02% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

CNN-2 47.40 ± 7.83% 51.06 ± 2.31% 49.30 ± 8.41% 

CNN-20 48.20 ± 6.07% 51.37 ± 2.28% 48.80 ± 5.03% 

ResNet-56 49.00 ± 6.02% 50.38 ± 2.60% 48.30 ± 4.79% 

平均 72.12% 𝟕𝟑.𝟕𝟏% 72.61% 

提升 基准 +𝟒𝟏.𝟔𝟐% +12.83% 

诊断工具 
sMRI + Glow 合成的

ASL 

sMRI + WGAN-GP 合成

的 ASL 

sMRI + LSGAN 合成的
ASL 

LR 89.14 ± 3.07% 88.29 ± 2.63% 87.14 ± 3.09% 

SVR 93.71 ± 2.33% 93.14 ± 2.70% 92.57 ± 2.38% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 89.71 ± 5.17% 90.00 ± 5.08% 89.71 ± 5.17% 

CNN-2 43.50 ± 1.50% 40.60 ± 2.80% 44.10 ± 3.88% 

CNN-20 44.90 ± 2.16% 40.60 ± 1.74% 44.10 ± 4.59% 

ResNet-56 45.50 ± 4.80% 43.40 ± 3.77% 42.20 ± 1.32% 

平均 70.88% 69.39% 69.93% 

提升 +32.46% −71.47% −57.33% 

诊断工具 
sMRI + CycleGAN

合成的 ASL 

sMRI + CNN 合

成的 ASL 

sMRI + ResNet

合成的 ASL 
sMRI +真实 ASL 

LR 88.86 ± 2.40% 88.57 ± 2.92% 89.00 ± 1.94% 89.14 ± 2.69% 

SVR 92.29 ± 2.89% 92.00 ± 2.98% 93.14 ± 2.63% 93.71 ± 2.16% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 89.71 ± 5.17% 90.29 ± 4.82% 89.71 ± 5.17% 90.00 ± 4.92% 

CNN-2 45.40 ± 4.86% 48.30 ± 5.45% 46.10 ± 3.41% 56.34 ± 5.89% 

CNN-20 52.00 ± 4.91% 47.70 ± 1.41% 48.50 ± 2.50% 57.18 ± 2.14% 

ResNet-56 41.90 ± 4.92% 43.50 ± 2.87% 46.80 ± 3.48% 55.49 ± 2.75% 

平均 71.41% 71.44% 71.85% 75.94% 

提升 −18.59% −17.80% −7.07% 金标准 

表 5.3 展示了在本实验的第一个数据集中基于 5 倍交叉验证策略联合真实

ASL 和对应的真实或合成 sMRI 图像进行多模态老年痴呆症诊断准确率评估的
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统计数据。可以看出，UA-GAN 集成获得了最高的诊断准确率提升，达到22.46%，

与合成 ASL 图像相比提升偏低，这是由于 sMRI 图像的质量通常比 ASL 要高，

所以合成 sMRI 图像相比于合成 ASL 图像更具有挑战性。与此同时，其他对比

模型所获得的诊断准确率仍处于低于基线的水平，这同样印证了表 5.2 得出的结

论。因此，新提出的 UA-GAN 集成合成的 sMRI 和 ASL 图像在老年痴呆症诊断

中的有效性可以得到证实。 

表 5.3 联合真实 ASL 图像和真实或合成 sMRI 图像进行多模态老年痴呆症诊断准确率统计 

诊断工具 ASL 
ASL + UA-GAN 集成

合成的 sMRI 

ASL + 

Glow+WGAN-GP 合成

的 sMRI 

LR 86.29 ± 4.23% 86.86 ± 4.55% 88.57 ± 4.15% 

SVR 89.43 ± 5.16% 90.00 ± 4.67% 89.71 ± 5.20% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 90.29 ± 4.95% 89.71 ± 5.17% 90.00 ± 5.20% 

CNN-2 49.90 ± 3.78% 53.76 ± 4.72% 48.40 ± 3.16% 

CNN-20 49.20 ± 5.41% 51.05 ± 5.23% 49.70 ± 6.76% 

ResNet-56 47.80 ± 2.74% 48.04 ± 3.20% 48.40 ± 4.02% 

平均 71.80% 𝟕𝟐. 𝟕𝟑% 72.07% 

提升 基准 +𝟐𝟐. 𝟒𝟔% +6.52% 

诊断工具 
ASL + Glow 合成的

sMRI 

ASL + WGAN-GP 合

成的 sMRI 

ASL + LSGAN 合成的
sMRI 

LR 88.00 ± 4.52% 87.14 ± 3.79% 86.00 ± 3.31% 

SVR 89.71 ± 5.17% 89.71 ± 4.86% 89.14 ± 4.91% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 66.29 ± 2.82% 89.71 ± 5.17% 89.71 ± 5.17% 

CNN-2 47.20 ± 9.34% 50.30 ± 5.67% 51.50 ± 3.07% 

CNN-20 52.30 ± 5.64% 51.00 ± 2.79% 49.60 ± 3.26% 

ResNet-56 43.70 ± 4.29% 46.10 ± 2.87% 45.50 ± 3.55% 

平均 68.13% 71.95% 71.59% 

提升 −88.65% +3.62% −5.07% 

诊断工具 
ASL + CycleGAN

合成的 sMRI 

ASL + CNN 合

成的 sMRI 

ASL + ResNet 合

成的 sMRI 

ASL + 真实
sMRI 

LR 88.29 ± 4.07% 85.71 ± 4.11% 85.71 ± 4.24% 89.14 ± 2.69% 

SVR 88.57 ± 4.87% 90.00 ± 2.99% 89.43 ± 3.33% 93.71 ± 2.16% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 90.00 ± 4.92% 

CNN-2 50.40 ± 9.96% 45.00 ± 1.94% 52.20 ± 9.82% 56.34 ± 5.89% 

CNN-20 48.80 ± 3.34% 47.60 ± 6.05% 45.80 ± 2.52% 57.18 ± 2.14% 

ResNet-56 40.00 ± 3.54% 48.50 ± 4.65% 47.10 ± 5.00% 55.49 ± 2.75% 

平均 70.78% 70.89% 71.38% 75.94% 

提升 −24.64% −21.98% −10.14% 金标准 
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5.2.4 消融实验 

由于基于 U 型网络和残差注意力机制的 UA-GAN 集成在模型集成和局部模

块中包含许多创新的思想，因此进行了一系列的消融实验，以揭示应用模型集成、

残差注意力模块和改进 Glow 模型技术的必要性。消融实验在第一个数据集上进

行。 

表 5.4 基于合成 ASL 图像进行多模态老年痴呆症诊断 UA-GAN 集成消融实验准确率统计 

诊断工具 无集成 无注意力 无改进 Glow 

LR 92.29 ± 2.00% 91.71 ± 2.46% 92.00 ± 2.29% 

SVR 94.00 ± 2.02% 92.00 ± 2.98% 93.14 ± 3.02% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 92.57 ± 3.08% 93.43 ± 2.37% 89.71 ± 5.17% 

CNN-2 45.70 ± 4.00% 46.75 ± 3.40% 46.79 ± 4.05% 

CNN-20 48.93 ± 4.86% 48.77 ± 1.92% 49.39 ± 6.41% 

ResNet-56 45.30 ± 1.71% 48.51 ± 1.66% 46.31 ± 1.44% 

平均 72.64% 72.98% 72.44% 

提升 +13.61% +22.51% +8.38% 

表 5.5 基于合成 sMRI 图像进行多模态老年痴呆症诊断 UA-GAN 集成消融实验准确率统计 

诊断工具 无集成 无注意力 无改进 Glow 

LR 87.43 ± 4.33% 86.86 ± 4.53% 88.00 ± 4.08% 

SVR 91.43 ± 4.43% 90.57 ± 4.82% 90.29 ± 3.57% 

SVM 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

Ranking 89.71 ± 5.17% 89.71 ± 5.17% 89.71 ± 5.17% 

CNN-2 48.54 ± 1.92% 50.38 ± 4.59% 48.77 ± 2.82% 

CNN-20 47.61 ± 3.62% 46.96 ± 1.31% 47.73 ± 3.60% 

ResNet-56 49.41 ± 4.58% 50.46 ± 2.27% 48.96 ± 3.25% 

平均 71.98% 72.09% 71.88% 

提升 +4.21% +7.01% +1.90% 

表 5.4 和 5.5 分别统计了基于合成 ASL 图像和基于合成 sMRI 图像进行多模

态老年痴呆症诊断 UA-GAN 集成消融实验的准确率。每个表共有 3 列数据，其

中第 1 列（无集成）指只包含一个具有改进 Glow 模型和 UA-GAN 的模型；第

2 列（无注意力）指将 UA-GAN 集成中所有的残差注意力模块移除后的模型；

第 3 列（无改进 Glow）指将所有改进 Glow 模型移除后的模型，即不采用基于

GMM 的噪声而是直接将 sMRI 或 ASL 图像输入 GAN。由表 5.4 可以看出，三

个基于合成 ASL 图像的消融实验使得老年痴呆症诊断的平均准确率相比于基线

平均准确率均有所提升（无集成+13.61%，无注意力+22.51%，无改进
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Glow+8.38%），但相比于不对模块进行消融的整个模型则有所下降（+41.62%），

这说明了模型集成、残差注意力模块和改进 Glow 模型这三种技术的必要性。对

于基于合成 sMRI 图像进行的消融实验，由表 5.5 可以得出相同的结论。 

5.2.5 ADNI-1 数据集中的动脉自旋标记图像 

另一个定量评估基于 ADNI-1 数据集。由于 ADNI-1 数据集中未采集真实的

ASL 图像，因此直接利用从第一个数据集完成训练过程的 UA-GAN 集成从

ADNI-1 数据集中可用的 sMRI 图像合成 ASL 图像。图 5.7 展示了在 ADNI-1 数

据集中 AD、MCI 和 NCI 示例患者的合成 ASL 图像。为了实现三维可视化，使

用著名的3D Slicer软件[127]，根据合成结果中每个像素的灌注信号进行彩色渲染。

可以注意到，与其他区域（即绿色或蓝色）相比，大脑皮层区域明显具有更高的

灌注信号（即红色）。这与临床知识相符合，从而定性地说明了提出的 UA-GAN

集成合成 ASL 图像的有效性。 

   

 

图 5.7 ADNI-1 数据集中 AD（上左）、MCI（上右）和 NCI（下）示例患者的合成 ASL 图

像 

此外，在 ADNI-1 数据集中，将合成的 ASL 图像与其对应的真实的 sMRI 联
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合起来，同样可以提高老年痴呆症诊断准确率。如表 5.6 所示，与只使用 sMRI

图像相比，联合合成 ASL 图像与真实 sMRI 图像使得诊断平均准确率增加了近

1%（63.23% − 62.28%），提升大约为+28%（参考表 5.2 中的73.71% − 72.12%

对应+41.62%的提升）。值得一提的是，这是首次尝试在 ADNI-1 数据集中使用

sMRI 图像合成 ASL 图像的研究。 

表 5.6 ADNI-1 数据集基于 UA-GAN 集成合成 ASL 图像进行多模态老年痴呆症诊断准确率

统计 

诊断工具 sMRI 
sMRI + UA-GAN 集成合成的

ASL 

LR 80.00 ± 4.63% 78.44 ± 5.98% 

SVR 80.00 ± 2.77% 85.56 ± 4.07% 

SVM 80.00 ± 2.77% 80.00 ± 2.77% 

Ranking 80.00 ± 2.77% 80.00 ± 2.77% 

CNN-2 39.80 ± 1.39% 39.24 ± 2.55% 

CNN-20 38.24 ± 3.48% 40.36 ± 5.03% 

ResNet-56 37.92 ± 2.74% 39.04 ± 0.88% 

平均 62.28% 𝟔𝟑. 𝟐𝟑% 

5.3 本章小结 

针对老年痴呆症诊断中的结构性磁共振（sMRI）和动脉自旋标记（ASL）图

像进行双向医学图像合成是非常具有实际意义且具有挑战性的应用。在本章的

研究中，提出了一种基于 U 型网络和残差注意力机制的 UA-GAN 集成。从深度

学习的角度出发，这是首次使用基于 GAN 的模型来合成 ASL 图像。从技术上

讲，提出了几种重要的概念，包括基于改进 Glow 模型生成基于 GMM 的噪声、

基于 U 型网络和残差注意力机制的 UA-GAN 局部模块和 GAN 集成思想，其中

U 型网络和残差注意力机制的基本框架是残差网络。在两个老年痴呆症数据集

的基础上，对提出的 UA-GAN 集成进行了广泛的实验，与许多目前最先进的基

于深度学习的合成模型相比，UA-GAN 集成的优越性得到了证实。同时首次在

ADNI-1 数据集中成功地从 sMRI 图像合成 ASL 图像。总地来说，基于深度残差

网络的创新性深度学习技术研究在极具挑战性的医学图像合成问题上同样能取

得较好的成果。
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第 6 章  总结与展望 

6.1 总结 

随着计算机技术的不断发展，计算机视觉被运用在生活的方方面面，因此相

关问题的研究及其应用具有重要的实际意义。深度学习技术在其中扮演着重要

的角色，其中最常用的模型是深度残差网络。因此，本文对深度残差网络进行创

新性深度学习技术研究并将其运用到具体的计算机视觉应用当中，包括行人再

识别和医学图像合成。本文主要完成的研究工作以及贡献如下： 

1. 对于行人再识别，本文同时考虑了特征提取和相似性度量这两个重要的

问题，并以此为基础提出基于深度残差网络的全尺度深度度量学习方法（Full-

scale Deep Metric Learning Method，FullScale）来解决行人再识别问题。需要指

出的是，全尺度深度度量学习方法是基于一种新的全尺度深度学习模型提出的，

其“全尺度”的概念包括三个在深度学习中至关重要的概念，即深度、宽度和基

数。同时，基于新的全尺度深度学习模型，本文提出了一种新的深度度量学习方

法，它既可以用传统的随机梯度下降（Stochastic Gradient Descent，SGD）算法

实现，也可以用另一种更有效的近端梯度下降（Proximal Gradient Descent，PGD）

算法实现。在实验分析方面，本文以三个公共行人数据集为基础，全方面地验证

了全尺度深度度量学习方法在处理平衡学习和非平衡学习情形时都能获得较高

的性能。 

2. 对于医学图像合成中具体的从结构性磁共振（ structural Magnetic 

Resonance Imaging，sMRI）图像合成动脉自旋标记（Arterial Spin Labeling，ASL）

图像，本文从卷积神经网络（Convolutional Neural Network，CNN）方面进行研

究，充分考虑 U 型网络（U-net）的思想，结合不同深度的残差网络构造非平衡

深度判别学习模型（Unbalance Deep Discriminant Learning Model，Unbalance）。

从技术上来讲，在非平衡深度判别学习模型中引入了一种新的基于残差网络的

子结构和三种不同的子结构构造块（输入块、基础块和瓶颈块），以提高模型整

体的泛化能力。本文在具有 355 例患者的老年痴呆症数据集的基础上，验证了非

平衡深度判别学习模型对于合成 ASL 图像的有效性，即由其合成的 ASL 图像在

对比模型中最接近金标准，同时，将该合成的 ASL 图像与真实的 sMRI 图像相
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结合，可以显著提高老年痴呆症诊断的平均准确率，达到62.48%（参考值51.20%，

金标准66.14%）。 

3. 对于医学图像合成中具体的在结构性磁共振（sMRI）图像和动脉自旋标

记（ASL）图像之间进行双向合成，本文从生成对抗网络（Generative Adversarial 

Network，GAN）方面进行研究，充分结合基于残差网络基本框架的 U 型网络和

GAN 的思想，并引入残差注意力机制来构建 UA 生成对抗网络（UA-GAN），以

此为基础构造 UA-GAN 集成。在 UA-GAN 集成中，不同局部模块关注 sMRI 和

ASL 图像不同的局部区域，同时使用改进 Glow 模型生成基于 Gaussian 混合模

型（Gaussian Mixture Model，GMM）的噪声（特征）来替代遵循单一 Gaussian

分布的噪声输入全局和局部模块中的 GAN 模型，这对于合成具有丰富细节同时

具有异质性的医学图像来说是非常重要的。本文在两个老年痴呆症数据集的基

础上，对提出的 UA-GAN 集成进行了广泛的实验，证实了 UA-GAN 集成的优越

性，同样可以显著提高老年痴呆症诊断的平均准确率，达到73.71%（基于合成

ASL 图像，基准72.12%，金标准75.94%）和72.73%（基于合成 sMRI 图像，基

准71.80%，金标准75.94%），同时首次在 ADNI-1 数据集中成功地从 sMRI 图像

合成 ASL 图像。 

6.2 未来研究展望 

本文对深度残差网络进行了三种不同的创新性深度学习技术研究，并将其运

用到两个计算机视觉应用中，即行人再识别和医学图像合成。广泛的实验和分析

表明，三种不同的基于深度残差网络的创新性深度学习技术研究都取得了令人

满意的效果。由此可以看出，深度残差网络与不同的深度学习或度量学习技术相

结合都蕴含着巨大的优势。以此为基础，未来可以联合深度残差网络与其他机器

学习技术（例如小样本学习、多任务学习等）进行创新性深度学习技术研究，并

运用到不同的计算机视觉应用中。
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